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Введение

Под интеллектуальными (интеллект – от лат. Intellectus – ум, рас"
судок, разум) методами подразумеваются такие способы решения за"
дач, в основе которых лежат алгоритмы и действия, в большей или
меньшей степени связанные с интеллектуальной деятельностью че"
ловека, его эволюцией, повседневным поведением. Термин «интел"
лектуальные» в области компьютерных технологий можно считать
устоявшимся, и сочетание «интеллектуальные информационные тех"
нологии» не режет слух и воспринимается специалистами достаточ"
но однозначно. Тем не менее окончательного решения, что же может
быть отнесено к этой сфере, еще нет, и каждый, занимающихся та"
кой проблемой, решает ее по"своему.

В данном учебном пособии класс интеллектуальных технологий
(ИТ) включает следующие направления:

– искусственные нейронные сети (ИНС);
– генетические алгоритмы (ГА);
– нечеткая логика (НЛ).
Кратко охарактеризуем каждое направление и укажем задачи ме"

неджмента, которые могут решаться с использованием этих мето"
дов.

Искусственные нейронные сети состоят из отдельных вычисли"
тельных элементов (формальных нейронов), которые в определен"
ной степени подобны биологическим нейронам мозга человека. Ха"
рактерная особенность ИНС заключается в том, что процесс програм"
мирования традиционного пути решения задач заменяется здесь про"
цедурой обучения сетей. Метод обучения ИНС является одним из
главных классификационных признаков сетей. Способы объедине"
ния нейронов в сеть, количество слоев нейронов, наличие или отсут"
ствие обратных связей определяют архитектуру ИНС. В области ме"
неджмента к проблемам, которые могут быть решены с помощью
ИНС, относятся задачи классификации и ранжирования предприя"
тий, фирм, построения рейтингов банков, прогнозирования объема
продаж и изменения обменного курса валют.

Генетические алгоритмы представляют собой алгоритмы поиска
оптимальных решений, построенные на принципах естественного
отбора и генетики. Любое возможное решение изображается в виде
строки (хромосомы) фиксированной длины, к популяции которых
применяются традиционные генетические операторы: селекция, скре"
щивание, мутация. Селекция направляет генетический поиск в пер"
спективные районы пространства решений, скрещивание выполня"
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ет случайный поиск вблизи локального оптимума, мутация отыски"
вает улучшенное решение. Определяя в каждом поколении лучшие
хромосомы, скрещиваем их между собой для получения потомства,
которое представляет близкое к оптимальному решение задачи. К
задачам в сфере менеджмента, решаемым посредством ГА, можно от"
нести составление плана оптимальных перевозок, определение луч"
шей торговой стратегии, размещение производственных мощностей.

Нечеткая логика и правила, основанные на ее концепции, пред"
ставляют собой средство моделирования неопределенностей есте"
ственных понятий языка. Примерами таких неопределенностей слу"
жат лингвистические переменные холодная, теплая, горячая приме"
нительно к температуре воды. На вход системы с нечеткой логикой
поступают четкие переменные, которые преобразуются в нечеткие
подмножества. С помощью экспертов создается база правил вида
«если ... , то ...», включаемая в систему. Над входными переменными
с помощью базы правил производятся необходимые преобразования,
после чего посредством методов дефазификации (перехода от нечет"
ких переменных к четким) на выходе системы формируется четкая
выходная переменная. Среди управленческих задач, решаемых с по"
мощью систем НЛ, можно выделить класс проблем риск"менеджмен"
та, где при нечетких входных переменных требуется получить коли"
чественную характеристику выходной величины.

Отметим, что есть задачи, решение которых обеспечивается ис"
пользованием только одного из перечисленных методов, однако на"
ряду с этим намечается тенденция, особенно в последнее время, при"
менения гибридных технологий для решения поставленной пробле"
мы. В каждом из направлений, соответствующих указанным интел"
лектуальным методам, имеются сложившиеся научные школы, дос"
таточно широкий круг специалистов, издаются книги и журналы
(большей частью за рубежом), проводятся международные конферен"
ции, симпозиумы. Значительно меньше внимания уделяется изуче"
нию совокупности таких методов в какой"либо конкретной области
научной и практической деятельности.
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ГЛАВА 1. ИСКУССТВЕННЫЕ НЕЙРОННЫЕ СЕТИ

Этот раздел знакомит читателей с основами нейросетевой техно"
логии, которая аналогична работе биологического прототипа (чело"
веческого мозга). Из большого количества нейронных архитектур,
применяемых на сегодняшний день для решения задач из различных
сфер деятельности, отобраны те, которые, по мнению автора, наи"
более успешно применяются или могут использоваться в области
менеджмента. К таким топологиям относятся многослойные
прямонаправленные персептроны и конкурентные сети Кохонена.
Именно этим видам сетей уделяется внимание в данной главе. Доста"
точно подробно рассматриваются принцип действия, алгоритмы обу"
чения, применение в задачах менеджмента указанных типов сетей.
Приводятся сведения о пакетах программного обеспечения в области
нейросетей и примеры решения задач менеджмента с помощью паке"
та Statistica Neural Networks.

1.1. Cтановление нейронной доктрины

Искусственные нейронные сети используются при решении про"
блем, которые не могут быть точно сформулированы. Слово «ней"
ронные», фигурирующее в названии раздела, применяется потому,
что многое в теорию ИНС пришло из нейробиологии, хотя в действи"
тельности при изучении дисциплины не рассматриваются сети ре"
альных биологических нейронов. Моделирование функций мозга –
совершенно другая научная сфера, но из этой области в теорию ИНС
заимствованы некоторые биологические аналогии.

В качестве определения нейронных сетей может служить такое
[1]: ИНС – параллельно распределенная структура обработки инфор"
мации, состоящая из отдельных элементов (нейронов), которые со"
единены между собой связями.

На сегодняшний день традиционные методы организации вычис"
лительного процесса в ЭВМ оказываются неэффективными при ре"
шении ряда задач, относящихся к классам неформализуемых или
случайных, которые требуют обработки больших массивов инфор"
мации, проверки множества альтернативных гипотез, поиска в ба"
зах данных. Применение ИНС позволяет привлечь в вычислитель"
ную технику метод обработки информации, характерный для высо"
коорганизованных биологических систем, в частности, принцип па"
раллелизма. В отличие от используемых в традиционных ЭВМ фон"
Неймановской архитектуры в ИНС и компьютерах, построенных на
их основе, роль программирования выполняет обучение, под кото"
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рым понимается изменение состояния самих нейронов и связей меж"
ду ними.

Мозг человека превосходит компьютер при решении многих за"
дач. Удачный пример сопоставления – это обработка визуальной ин"
формации: годовалый ребенок лучше и быстрее распознает предме"
ты, лица и т. п., чем это делает самая совершенная система искусст"
венного интеллекта. Только в одной задаче компьютер превосходит
возможности мозга – при выполнении арифметических операций.

В то же время мозг обладает рядом характерных свойств, которые
могут быть привлечены для искусственных систем:

– устойчив к повреждениям, нервные клетки в мозге умирают каж"
дый день без какого"либо ощутимого влияния на функционирование
нервной системы;

– гибок, легко может настраиваться на новое окружение посред"
ством «обучения» (не требует программирования на каком"либо стан"
дартном языке);

– может иметь дело с информацией, являющейся вероятностной,
нечеткой, искаженной помехами;

– обладает высокой степенью параллелизма;
– мал, компактен и потребляет мало энергии.
Эти свойства мозга являются реальной мотивацией для изуче"

ния ИНС, которые служат альтернативой традиционной вычисли"
тельной парадигме, введенной фон"Нейманом и используемой сегод"
ня практически во всех компьютерах.

Искуственные нейронные сети называют также искусственными
нейронными системами, параллельно распределенными системами,
коннекционистскими моделями, нейрокомпьютерами. Такие систе"
мы являются попыткой имитировать, по крайней мере, частично
структуру, функции мозга и нервной системы живых существ. Одна
из привлекательных особенностей ИНС заключается в их способнос"
ти к адаптации к внешним условиям с помощью изменения связей
или структуры. ИНС иногда рассматриваются как значительно уп"
рощенные модели человеческого мозга. Такой взгляд несколько пре"
увеличен и вводит в заблуждение, так как мозг человека еще не пол"
ностью изучен и его поведение очень сложное.

Мозг содержит порядка 1011 нейронов (нервных клеток) различ"
ных типов. На рис. 1.1 показано схематическое изображение одного
нейрона. Ветвящиеся сети нервных волокон, называемые дендрита"
ми, соединяются на теле клетки (соме), где расположено ее ядро. Из
тела клетки выходит аксон, представляющий собой нервное волок"
но, который разветвляется на множество прядей. Он может быть как
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коротким (0,1 мм), так и длинным (свыше 1м), распространяясь в
другую часть тела человека. На концах своих ветвей аксон имеет
передающие окончания синаптических соединений (синапсов), че"
рез которые сигнал передается в другие нейроны через дендриты, а в
некоторых случаях – прямо в тело клетки. Существует огромное ко"
личество синаптических связей от аксона к аксону, от аксона к телу
клетки, от дендрита к дендриту.

В отличие от электрических цепей синаптические контакты не
являются физическими или электрическими соединениями. Вместо
этого имеется узкое пространство, называемое синаптической щелью,
отделяющее дендрит от передающего аксона. Специальные химичес"
кие вещества (нейротрансмиттеры), выбрасываемые аксоном в си"
наптическую щель, диффундируют к дендриту, а затем улавливают"
ся рецепторами на дендрите и внедряются в тело клетки. Определено
более 30 видов нейротрансмиттеров. Некоторые из них являются
возбуждающими и стремятся вызвать активацию клетки и вырабо"
тать выходной импульс, другие – тормозящими и стремятся пода"
вить такой импульс. Тело клетки суммирует сигналы, полученные
от дендритов, и, в случае превышения результирующего сигнала над
некоторым порогом, вырабатывает импульс, проходящий по аксону
к другим нейронам. Каждый нейрон может генерировать импульс,
который возбуждает или затормаживает сотни или тысячи других
нейронов; последние через свои дендриты воздействуют на другие ней"
роны. Эта высокая степень связности обеспечивает мозгу вычисли"
тельную мощность.

Рис. 1.1

Тело клетки

Аксон

Синапс

Дендриты
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Дадим краткий исторический обзор становления нейронной докт"
рины.

Начало эпохи нейронных сетей. В 1943 г. В. Маккаллох и В. Питтс
(W. McCulloch, W. Pitts) [2] предложили общую теорию информацион"
ных вычислений, основанную на бинарных решающих элементах, ко"
торые назвали «нейронами». Каждый из этих элементов i = 1,..., n мо"
жет принимать выходные значения только ni = 0; 1, при этом ni = 0
определяет состояние покоя, а ni = 1 – активное состояние элементар"
ной ячейки. Положим, что изменения состояния сети имеют место в
дискретные моменты времени t = 0, 1, 2,.... Новое состояние некоторо"
го нейрона определяется воздействием всех других на него  нейронов и
выражается линейной комбинацией их выходных значений:

( ) ( ).i ij j
j

h t w n t�� (1.1)

Здесь wij определяет синаптические веса между нейронами i и j, а hi(t) –
общий постсинаптический потенциал на нейроне i, обусловленный дей"
ствием всех других нейронов. Иначе говоря, модель нейрона Маккалло"
ха–Питтса вычисляет взвешенную сумму своих входов от других ней"
ронов. Далее в модели принято, что нейрон становится активным, если
эта сумма (вход нейрона) превышает некоторый порог �i, который мо"
жет значительно различаться от одного нейрона к другому. Тогда эво"
люция сети определяется следующим выражением:

( 1) [ ( ) ],i i in t f h t� � � � (1.2)

где f (x) – единичная ступенчатая функция, равная

1,    если  0,
( )

0,    если  0.

x
f x

x

��
� �

��
Вес wij, определяющий величину связи между нейронами i и j, мо"

жет быть положительным или отрицательным, что соответствует
возбуждающему или замедляющему синапсу. При нулевом значении
веса связь между нейронами i и j отсутствует.

В. Маккаллох и В. Питтс показали, что сети, составленные из
таких нейронов, могут выполнять вычисления подобно программи"
руемым цифровым компьютерам. В определенном смысле сеть также
содержит «программный код», который управляет вычислительным
процессом, т. е. матрицей весов wij. Сеть отличается от традиционно"
го компьютера тем, что шаги программы выполняются не последова"
тельно, а параллельно в пределах каждой элементарной ячейки.

Однако реальные нейроны имеют ряд специфических признаков,
отличающих их от упрощенной модели Маккаллоха–Питтса:
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– часто не являются такими пороговыми устройствами, как опи"
сано выше. Вместо этого нейроны откликаются на воздействие вход"
ного сигнала непрерывным способом (иногда это называют градуаль"
ным откликом). Но нелинейное соотношение между входом и выхо"
дом нейрона имеет место и в биологическом прототипе;

– вырабатывают последовательность импульсов, а не простую вы"
ходную величину. Представляя активацию нейрона единственным
числом ni, игнорируется та информация, которая может содержать"
ся в последовательности импульсов (фазовые соотношения). Однако
большинство специалистов полагает, что фаза не играет значитель"
ной роли в реальных нейронных сетях;

– не все нейроны имеют одно и то же время задержки (t � t + 1).
Также более правдоподобной является гипотеза об асинхронном из"
менении состояния нейронов;

– количество нейротрансмиттерного вещества, поступающего в
синаптическую щель, может меняться непредсказуемым образом.
Отчасти это можно учесть, придавая динамике нейрона Маккалло"
ха–Питтса стохастичеcкий характер.

В целом, учитывая некоторые из вышеприведенных свойств ре"
альных нейронов, в модель Маккаллоха–Питтса следует ввести вме"
сто пороговой функции более общую нелинейную функцию f (x), ко"
торая называется функцией активации, или передаточной функци"
ей. На рис. 1.2 приведена схема искусственного нейрона Маккалло"
ха–Питтса.
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Рис. 1.2

На первом этапе становления нейронной доктрины еще одним
из основателей по праву считается канадский ученый"нейропси"
холог Д. Хебб (D. Hebb). В 1949 г. вышла его книга «Организация
поведения», где он изложил теорию нейронных ансамблей и сфор"
мулировал используемый в этой теории нейрофизиологический
постулат, который считается первым законом обучения для ИНС.
Смысл этого закона заключается в том, что связь между двумя ней"
ронами возрастает, если оба этих нейрона одновременно являются
активными.
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Второй этап (50"е–60"е гг.). Его можно назвать первым золо�
тым веком нейронных сетей. В этот период Ф. Розенблатт (F.
Rosenblatt) с коллегами интенсивно изучали специальный тип ИНС,
названный ими п е р с е п т р о н , так как они рассматривали его как
упрощенную модель биологического механизма определения сенсор"
ной информации [3]. В самой простейшей форме персептрон состоит
из двух различных слоев нейронов, представляющих собой входной
и выходной слои, соответственно. Отметим, что даже простой пер"
септрон с технической точки зрения является трехслойным устрой"
ством, так как слой сенсорных ячеек расположен перед первым слоем
вычислительных нейронов, который здесь называется входным. Ней"
роны выходного слоя принимают синаптические сигналы от нейро"
нов входного слоя, но не наоборот, и нейроны в пределах одного слоя
не соединяются между собой. Таким образом, поток информации яв"
ляется строго направленным, а сети – прямонаправленными. Ф. Ро"
зенблатт разработал итеративный алгоритм для определения весов
wij, с помощью которого конкретный входной образ трансформиру"
ется в требуемый выходной образ, и доказал сходимость этого алго"
ритма. Научные круги с энтузиазмом восприняли его работы, так
как полагали, что такие устройства могут послужить основой для
создания искусственного интеллекта.

Третий этап развития концепции ИНС начался в конце 60"х гг.
и получил название застойного периода. В 1969 г. М. Минский
(M. Minsky) и С. Паперт (S. Papert) в своей книге, посвященной
персептронам, доказали, что существует ряд простых задач, кото"
рые, в принципе, не могут быть решены с помощью простого пер"
септрона [4]. Одна из них – проблема «исключающего ИЛИ», ко"
торая не может быть представлена простым персептроном. Ф. Ро"
зенблатт разработал структуры многослойных персептронов, но
отсутствие обучающего алгоритма, т. е. правила изменения весов,
в то время не позволило ему показать возможности таких сетей. На"
учный авторитет авторов книги [4], в первую очередь М. Минского, в
кругах специалистов был достаточно высок, и это послужило при"
чиной того, что многие ученые, разочаровавшись в нейросетевой
теории, переключились на другие области знаний. На протяже"
нии почти полутора десятилетий проблемами ИНС продолжали
заниматься лишь немногие ученые, верившие в перспективность
этого направления.

Среди таких ученых надо, прежде всего, отметить С. Гроссберга
(S. Grossberg) из Бостонского университета, который в период 1967–
1988 гг. опубликовал почти 150 работ в области ИНС, и Т. Кохонена
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(T. Kohonen) из Хельсинского университета технологии – основопо"
ложника самоорганизующихся сетей. Усилиями этих и других уче"
ных в этот период застоя продолжалась разработка теоретических
основ нейрокомпьютинга.

Следующий шаг в развитии теории нейронных сетей произошел в
конце 70"х гг., когда В. Литтл (W. Little) выявил сходство между
нейронами Маккаллоха–Питтса и системами элементарных магнит"
ных моментов, называемых спинами. В таких системах спин si в каж"
дом узле решетки может иметь только два различных направления:
вверх или вниз, обозначаемые, соответственно, как si = +1 и si = –1.
Аналогия с нейронной сетью следует из идентификации каждого спина
с нейроном и ассоциированием ориентации спина вверх si = +1 с ак"
тивным состоянием нейрона ni = 1 и ориентации спина вниз si = –1 с
состоянием покоя.

Эти идеи были развиты далее Д. Хопфилдом (D. Hopfield) [5], ко"
торый изучил, как подобные сети или спиновые системы могут запо"
минать и восстанавливать информацию. Модели В. Литтла и Д. Хоп"
филда различаются способом, по которому изменяется состояние си"
стемы. В модели В. Литтла все нейроны (спины) изменяются синх"
ронно в соответствии с законом (1), в то время как в модели Д. Хоп"
филда нейроны изменяются последовательно во времени (или в неко"
тором фиксированном порядке, или случайным образом). Последо"
вательное изменение имеет значительное преимущество при имита"
ции сети на традиционном цифровом компьютере, а также для теоре"
тического анализа свойств сети. Однако такой режим имеет суще"
ственный недостаток: в реальных нейронных сетях одновременно уча"
ствует большое число параллельных ячеек.

Аналогия со спиновыми системами становится особенно плодо"
творной благодаря прогрессу в понимании термодинамических
свойств неупорядоченных систем спинов (спиновых стекол), достиг"
нутому в последние годы. Для того чтобы применить эти результаты
к нейронным сетям, необходимо заменить детерминированный за"
кон эволюции (1.2) стохастическим законом, где величине ni(t + 1)
присваиваются значения в соответствии с вероятностной функцией,
зависящей от интенсивности входа hi. Эта функция содержит пара"
метр Т, который играет роль температуры. Однако Т здесь не являет"
ся моделью физической температуры биологической сети, но служит
формальной концепцией для введения элементов случайности в сеть
и применения методов статистической термодинамики.

Четвертый этап (середина 80"х гг.) – последний этап развития
ИНС, котороый получил название возрожденного энтузиазма. Это
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развитие было инициировано разработкой эффективного алгоритма
для определения весов в многослойных сетях со скрытыми слоями.
Данный метод, первоначально предложенный в 1974 г. П. Вербозом
(P. Werbos) в своей докторской диссертации, но незамеченный в сре"
де специалистов, в 1985 г. был изучен несколькими группами иссле"
дователей [6] и получил название метода обратного распространения
ошибки (Back Propagation Error – BPE). Этот обучающий алго"
ритм основан на простом, но очень эффективном принципе: веса
wij изменяются итеративно таким образом, что выходной сигнал
отличается от требуемого выхода настолько мало, насколько это
возможно. Такое решение достигается использованием градиент"
ного метода, который дает требуемые изменения весов. Так как
действие сети основано на нелинейном отображении между вхо"
дом и выходом, то метод ВРЕ должен быть применен многократно
до тех пор, пока не будет достигнута сходимость. Появление этого
метода, позволяющего решать сложные задачи с помощью много"
слойных персептронов, оказало существенное влияние на пути даль"
нейшего развития теории ИНС.

1.2. Парадигмы обучения

Возможно, самым удобным принципом классификации искусст"
венных нейронных сетей являются парадигмы их обучения (иначе,
правила изменения и регулирования весов). Существуют три основ"
ных парадигмы обучения:

– супервизорное обучение (СО);
– несупервизорное обучение (НСО);
– усиленное обучение (УО).
Супервизорное обучение – наиболее часто используемый вид обу"

чения сетей и применяется в ИНС, предназначенных для классифи"
кации и предсказания.

Несупервизорное обучение применяется в задачах кластеризации
и сегментации для поддержки принимаемого решения.

Усиленное обучение находит применение в задачах оптимизации
и адаптивного управления и по сравнению с другими способами обу"
чения используется реже.

Рассмотрим более подробно указанные виды обучения.

Супервизорное обучение

Этот вид обучения эквивалентен программированию на приме"
рах. При таком подходе сети задается проблема, и ИНС ищет ре"
шение по известному соотношению «вход"выход». Здесь «учитель»
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(тренер) указывает, каким должен быть правильный ответ. Обу"
чающий алгоритм по разнице между правильным (требуемым) вы"
ходом и действительным выходом сети регулирует ее веса таким
образом, что в следующий момент времени (на следующем прохо"
де) выход сети будет ближе к правильному ответу. На входной слой
сети подается вектор входных параметров, а на выходной – соот"
ветствующий этому вектору номер класса. Схема СО приведена на
рис. 1.3. Такие примеры «вход"выход» сети должны быть предъяв"
лены десятки, сотни и даже тысячи раз прежде, чем сеть может
дать точный ответ на некоторую сложную проблему (например,
отнести новый, неизвестный сети объект к одному из классов, на
которые она обучена).
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Рис. 1.3

Супервизорное обучение обычно используется, когда в наличии
имеется база данных примеров, содержащих вход и выход. По этой
базе ИНС может обучиться тому, как связаны вход и выход, и на
основании этого принять соответствующее решение. Сеть может
обучиться на сотнях (тысячах) примеров, выполненных лучшими
исполнителями фирмы, и это только тренируясь на предъявляе"
мых ей «учителем» примерах. Цель такой тренировки заключает"
ся в минимизации ошибки между правильным и реальным выхо"
дами сети.

Супервизорное обучение является полезным подходом для обу"
чения ИНС выполнять классификацию, аппроксимацию функций,
прогнозирование. Это особенно полезно в задачах, где данные дос"
тупны в форме пар «вход"выход», но неизвестно точное преобразо"
вание для обработки входного вектора с целью получения выхода.
Такая ситуация имеет место для данных, полученных статисти"
ческим путем, в задачах, которые являются нелинейными и име"
ют сложную связь между переменными.
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Несупервизорное обучение

Несупервизорное обучение используется в ситуациях, когда име"
ется много данных о некоторых объектах и представляет интерес
оценка сходства объектов из рассматриваемой совокупности. Перед
сетью здесь ставится задача кластеризации входных данных таким
способом, чтобы похожие образы (объекты) попали в одну группу
(кластер). ИНС, использующая НСО, может решать такую задачу с
большой точностью.

Обычно сеть с таким способом обучения состоит только из вход"
ного и выходного слоев, причем количество нейронов в первом слое
определяется размерностью входного вектора, а во втором – чис"
лом предполагаемых классов, на которые желательно разбить ис"
ходную совокупность. Схема НСО приведена на рис. 1.4. Ячейки

выходного слоя соревнуются между собой за право быть победите"
лем, которым в итоге становится нейрон выходного слоя с весами,
наиболее близкими к компонентам входного вектора. В процессе
обучения происходит подстройка весов, в первую очередь нейрона"
победителя, с тем чтобы стать еще ближе к входному вектору. Здесь
ячейка"победитель является, по существу, меткой класса, к кото"
рому отнесен входной вектор. ИНС, которые обучаются таким ме"
тодом, называются самоорганизующимися, потому что они не по"
лучают указаний относительно требуемого выхода. При предъяв"
лении входного образа сеть посредством конкуренции и регулиро"
вания весов относит образ к одному из существующих уже класте"
ров или к новому классу.

Рис. 1.4
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Усиленное обучение

В сетях с супервизорным обучением предполагалось, что имеется
информация о правильных выходных значениях для каждого вход"
ного образа. Но в некоторых ситуациях доступна менее детальная
информация. В предельном случае может быть только один бит ин"
формации: выход правильный или неверный. В таких условиях ис"
пользуется процедура УО.

Последнее является формой СО, так как сеть получает некоторую
обратную связь из окружающей среды. Но эта обратная связь (сигнал
усиления, да/нет) служит лишь оценкой, но не инструкцией к поведе"
нию сети. УО иногда называют обучением с критиком в противополож"
ность обучению с учителем.

При использовании парадигмы УО полагают работу ИНС в опреде"
ленной внешней среде. Среда формирует входы в сеть, получает выходы
сети и затем определяет сигнал усиления r (рис. 1.5). Здесь есть не"
сколько проблем, зависящих от характера окружающей среды.

1. В самом простейшем случае сигнал усиления r всегда одинаков
для данной пары вход"выход. Таким образом, в этом случае имеется
конкретное отображение вход"выход, которому сеть должна обучить"
ся, или несколько таких отображений при наличии многих выходов
для одного входа. Кроме того, входные образы выбираются в случай"
ном порядке внешней средой без учета предыдущих выходов. Эта си"
туация отчасти напоминает случай СО.

2. Расширение предыдущего случая – это стохастическое окруже"
ние. Здесь отдельная пара вход"выход определяет только вероятность
положительного усиления. Эта вероятность является фиксирован"
ной для каждой пары вход"выход, а входная последовательность,
как и в предыдущем случае, не зависит от прошлой истории. Подоб"

Рис. 1.5

������������	�

�
��

��
��

�



16

ные проблемы часто возникают в моделировании поведения живот"
ных, экономических системах, некоторых простых играх.

3. В самом общем случае внешняя среда может сама управляться
сложным динамическим процессом. Здесь сигналы усиления и вход"
ные образы могут зависеть произвольным образом от прошлой исто"
рии сетевого выхода. Классический пример – это теория игр, где
природа является еще одним игроком. Например, ИНС для игры в
шахматы: сеть принимает сигнал усиления (выигрыш или проигрыш)
только после долгой последовательности ходов. Анализируя партию,
мы можем найти, где были правы или неправы (ситуация, очень на"
поминающая многие жизненные ситуации). В некоторых отношени"
ях УО – самый похожий на житейские проблемы вид обучения.

1.3. Нейросетевые топологии

Организация нейронов и их связей в определенную структуру (ар"
хитектуру) оказывает значительное влияние на вычислительные воз"
можности ИНС. Все сети имеют некоторое количество вычислитель"
ных элементов (формальных нейронов), принимающих сигналы из
внешней среды. Такие нейроны называются входными. Многие ИНС
обладают одним или несколькими слоями «скрытых» вычислитель"
ных элементов, которые принимают сигналы от других нейронов.
Этот слой принимает вектор входных данных или выходы предыду"
щего слоя и обрабатывает их параллельно. Нейроны, которые пред"
ставляют окончательный результат нейросетевых вычислений, оп"
ределяются как выходные. Топологии связей, которые определяют
поток данных между входными, скрытыми и выходными нейрона"
ми, сводятся к двум основным группам: прямонаправленные (слоис"
тые) и рекуррентные (полносвязные) сети. Перед рассмотрением этих
базовых топологий укажем на согласованность работы различных
нейронов во времени. Здесь и далее рассматриваются только нейрон"
ные сети, синхронно функционирующие в дискретные моменты вре"
мени (все нейроны срабатывают одновременно).

В слоистых сетях нейроны расположены в несколько слоев (рис. 1.6).
Нейроны первого слоя получают входные сигналы, преобразуют их и
передают нейронам второго слоя. Далее срабатывает второй слой и т. д.
до k"го слоя, который выдает выходные сигналы для интерпретатора
и пользователя. Если не оговорено противное, то каждый выходной
сигнал предыдущего слоя подается на вход всех нейронов последую"
щего. Число нейронов в каждом слое может быть любым и никак
заранее не связано с количеством нейронов в других слоях. Стандар"
тный способ подачи входных сигналов: все нейроны первого слоя
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получают каждый входной сигнал, поэтому чаще всего количество
нейронов входного слоя определяется размерностью вектора вход"
ных данных.

В полносвязных сетях каждый нейрон передает свой выходной
сигнал остальным нейронам, включая самого себя. Выходными сиг"
налами сети могут быть все или некоторые выходные сигналы нейро"
нов после нескольких тактов функционирования сети. Входные сиг"
налы подаются всем нейронам.

Для полносвязной сети входной сумматор нейрона фактически
распадается на два: первый вычисляет линейную функцию от вход"
ных сигналов сети, второй – линейную функцию от выходных сигна"
лов других нейронов, полученных на предыдущем шаге.

На рис. 1.7 показан пример сети рекуррентного типа.
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Рис. 1.7
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Рис. 1.6
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Важную роль в искусственных нейронных сетей выполняет функ"
ция активации, под воздействием которой искусственный нейрон пре"
образует взвешенную сумму входных сигналов и вырабатывает выход"
ной сигнал. Такая операция является основной. Обычно одна и та же
функция активации используется во всех нейронах данного слоя сети,
хотя иногда могут быть исключения из этого правила. В большинстве
случаев применяется нелинейная функция активации, в качестве кото"
рой в нейросетевой технологии распространены так называемая сигмо"
идная функция и функция гиперболического тангенса. Применение та"
ких функций обусловлено, в основном, двумя обстоятельствами: огра"
ничением величины сигнала после операций умножения и суммирова"
ния и простыми соотношениями между этими функциями и их первы"
ми производными, которые используются в методе обучения многослой"
ных сетей.

Сигмоидная функция и ее производная имеют следующий вид:

1( ) [1 exp( )] ,

( ) ( )[1 ( )].

f x x

f x f x f x

�� � ��
� � � �

Входящий в формулу параметр �, величина которого влияет на
форму кривой, подбирается пользователем.

Значения этой функции лежат в диапазоне от 0 до 1, поэтому ее
часто применяют в ситуациях, когда требуемые выходные значения
являются бинарными или находятся в указанном диапазоне. Иног"
да такую функцию называют бинарной сигмоидой. На рис. 1.8 изоб"
ражен график сигмоидной функции при различных значениях �
(кривая 1 ����=0,2;  кривая 2 – ��= 2;  кривая 3 –���= 10).
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Рис. 1.8
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При необходимости иметь значения выходных сигналов в диапа"
зоне от –1 до 1 используется биполярная сигмоида в виде:

( ) [1 exp( )]/[1 exp( )],

( ) [1 ( )][1 ( )].

f x x x

f x f x f x

� � � � �
� � � �

Биполярная сигмоида очень близка к функции гиперболического
тангенса:

( ) [1 exp( 2 )]/[1 exp( 2 )],

( ) [1 ( )][1 ( )].

th x x x

th x th x th x

� � � � �
� � � �

Существуют, кроме указанных, и другие виды функций актива"
ции, используемые в тех или иных ситуациях в зависимости от кон"
кретных задач.

1.4. Алгоритмы обучения

Алгоритм обучения означает процедуру, в которой используются
правила обучения для настройки весов. Известны четыре основных
типа правил обучения:

– правило Хебба;
– коррекция по ошибке;
– метод конкуренции;
– машина Больцмана.
Правило Хебба является самым старым обучающим правилом и

представляет собой постулат Хебба, о котором упоминалось выше.
Подчеркнем еще раз смысл этого правила: если нейроны с обеих сто"
рон синапса активизируются одновременно и регулярно, то сила си"
наптической связи возрастает. Важная особенность этого правила
состоит в том, что изменение синаптического веса зависит только от
активности нейронов, которые связаны данным синапсом.

Коррекция по ошибке используется в сетях СО. Для каждого вход"
ного примера задается требуемый выход t. Реальный выход сети у
может не совпадать с требуемым, откуда следует принцип коррекции
ошибки при обучении: для модификации весов, обеспечивающей по"
степенное уменьшение ошибки, используется сигнал (t – y). Обуче"
ние проводится только в том случае, если сеть на выходе выдает сиг"
нал, отличный от требуемого.

При обучении методом конкуренции нейроны выходного слоя со"
ревнуются между собой за право стать активным. Борьба происходит
под девизом: «Победитель получает все» (в английском написании –
«Winner Takes All» (WTA)), в результате только нейрон"победитель
(тот нейрон, весовой вектор которого ближе всех к входному вектору)
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получает право на изменение своих весовых коэффициентов. Обучение
посредством конкуренции позволяет кластеризовать входные данные:
сходные образы группируются сетью в соответствии с корреляциями и
представляются одним элементом (меткой кластера).

Машина Больцмана представляет собой стохастическое правило обу"
чения, которое следует из информационных теоретических и термоди"
намических принципов. При адаптпции производится  настройка весо"
вых коэффициентов, при которой состояния нейронов удовлетворяют
желаемому распределению вероятностей (в частности, распределению
Больцмана). Обучение Больцмана может рассматриваться как специ"
альный случай коррекции по ошибке, в котором под ошибкой понима"
ется расхождение корреляций состояния в двух режимах.

Ниже подробно рассматриваются три первых алгоритма как наи"
более употребительные в нейросетевой технологии.

1.5. Простые однослойные сети

Самой простой задачей, которую могут выполнять однослойные
нейронные сети, является классификация образов. При решении
классификационных проблем обученная ИНС должна отнести
предъявленный образ (входной вектор) к одному из классов, распоз"
навать которые она была обучена. Перед тем как перейти к описанию
однослойных сетей, целесообразно рассмотреть вопрос о линейной
разделимости входных образов, так как это тесно связано с потенци"
альными возможностями таких сетей.

Линейная разделимость

Процесс обучения сетей в задачах классификации сводится к адап"
тивному изменению весов таким образом, чтобы сеть могла отнести
новый предъявляемый вектор к одному из обученных классов. В про"
стейшем случае можно оценивать принадлежность образа к един"
ственному классу. Тогда на выходе сети должен быть отклик, рав"
ный 1, если образ принадлежит к этому классу, или –1 (0 в бинарном
представлении) в противном случае. В такой ситуации в качестве
функции активации применим ступенчатую функцию вида:

1,  если  0,
sign( )

0, если  0. 

x
x

x

��
� � ��

(1.3)

В нейронную сеть иногда вводят смещение, которое действует как
весовой коэффициент от ячейки с активацией, равной 1. Смещение
увеличивает входное воздействие в сеть на единицу. При наличии
смещения на выходную ячейку поступает сигнал:
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,i i
i

h b x w� ��
где xi – входной сигнал; wi – его вес; b – смещение.

При воздействии на выходную ячейку такого сигнала решающая
граница между областью, где h > 0, и областью, где h < 0, определяет"
ся уравнением:

0.i i
i

b x w� ��
В зависимости от числа входных ячеек в сети это уравнение пред"

ставляет линию, плоскость или гиперплоскость.
Вместо смещения в ряде случаев применяется фиксированный по"

рог � для функции активации, которая тогда в отличие от вида (3)
записывается как:

1,  если    ,
sign(  )  

0,  если     .

h
h

h

� ��
� �

� ��
Если веса (и смещение) таковы, что все из обучающих входных век"

торов, для которых правильный отклик есть +1, лежат по одну сторону
решающей границы, а все из обучающих векторов, для которых пра"
вильный отклик есть –1, лежат по другую сторону решающей границы,
то данная ситуация приводит к линейной разделимости. Для наглядно"
сти дальнейшего анализа ограничимся двумя входными нейронами, что
дает для решающей границы следующее выражение:

2 1 2 1 2( / ) / ,x w w x b w� � �
а полученные две области называются областями решений для сети.
Выбор знака для b определяет, какая из сторон разделяющей грани"
цы соответствует отклику + 1, а какая –1. Рассмотрим несколько
иллюстративных примеров для простой однослойной сети, состоя"
щей из двух входных и одного выходного нейронов, чтобы ответить
на вопрос: существуют ли такие веса, при которых сеть будет иметь
требуемый выход для каждого из обучающих входных векторов?

Пример 1.1. Области отклика для функции логического И (рис. 1.9).

�
� ������������
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Рис. 1.9

a) б)
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Логическое И для биполярных входов и выхода определяется сле"
дующим образом:

Вход                     Выход
(1, 1) + 1

(1, –1) –1
(–1, 1) –1

(–1, – 1) –1
Требуемые отклики показаны на рис. 1.9, а, где + 1 и –1 заменены

знаками “ + ” и “–”. Одна из возможных решающих границ приведена
на рис. 1.9, б, которая описывается следующим уравнением:

2 1 1x x� � �
со значениями весов и смещения, равных b =–1, w1 = w2 = 1.

Пример 1.2. Области отклика для функции логического ИЛИ
(рис. 1.10).

Эта функция для биполярных входов и выхода имеет следующий
вид:

Вход Выход
(1, 1) + 1

(1, –1) + 1
(– 1, 1) + 1
(–1, –1) –1

Веса должны быть выбраны так, чтобы обеспечить разделение ука"
занных точек, как показано на рис. 1.10. Одно из возможных реше"
ний выбора весов есть: b = w1 = w2, которое дает решающую границу
в виде:

2 1 1.x x� � �
Эти два примера иллюстрируют концепцию линейно разделимого

входа. Входные точки, которые должны быть классифицированы по"
ложительно, могут быть отделены от входных точек, которые долж"

ны быть оценены отрицательно, прямой
линией. Полученные уравнения решаю"
щих границ не являются единственны"
ми. Отметим, что при отсутствии веса
смещения в приведенных примерах ре"
шающая граница должна проходить че"
рез начало координат.

Однако однослойная сеть, состоящая
их двух входных и одного выходного
нейронов, не может решить любые по"

�

��

��

� ������������

� �

Рис. 1.10
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добные задачи. Таким примером может служить проблема исключа"
ющего ИЛИ.

В заключение этого параграфа отметим разницу между представ"
лением входных данных в биполярной (1 и –1) и бинарной (1 и 0)
формах. Многие ранние модели ИНС использовали бинарное пред"
ставление, хотя в большинстве случаев оно может быть трансформи"
ровано в биполярное следующим образом:

2 1,i iS n� �
где Si = 1 или –1 – биполярное; ni = 1 или 0 – бинарное преставления.

Сеть Хебба

Правило Хебба известно как самое раннее и наиболее простое для
обучения сетей. В оригинальном правиле Хебба речь идет только о
нейронах, находящихся в активном (возбужденном) состоянии, и
ничего не говорится о других нейронах, которые не являются актив"
ными в это же время. Более сильная форма правила обучения распро"
страняется и на оставшиеся нейроны: вес между двумя нейронами
должен быть увеличен, если оба они находятся в пассивном (невоз"
бужденном) состоянии в одно и то же время. Исследования показа"
ли, что в такой формулировке правило Хебба обладает улучшенны"
ми вычислительными возможностями

Назовем однослойные нейронные сети, использующие такое рас"
ширенное правило, сетями Хебба. Архитектура такой сети чрезвы"
чайно проста: один из нейронов сети служит ее входом, один из вы"
ходных – выходом. Здесь нет входных нейронов, соединенных друг с
другом; то же самое относится и к нейронам выходного слоя. В слу"
чае, если данные представлены в биполярной форме, изменение веса
при обучении определяется следующим выражением:

( ) ( ) ,i i iw new w old x y� � (1.4)

где wi (new), wi (old) – новое и старое значения весов; xi – значение i "
го входного нейрона; y – значение выходного нейрона.

Если данные представлены в бинарном виде, то формула (1.4) не
делает различия между обучающими парами, в одной из которых
входной нейрон находится в активном состоянии и требуемое значе"
ние выхода такое же, и другой парой, в которой как входной нейрон,
так и требуемое значение находятся в пассивных состояниях.

Алгоритм обучения сети Хебба представляет собой следующую
последовательность шагов.

1. Инициировать все веса: wi = 0, i = 1, 2,..., n.
2. Для каждого входного обучающего вектора и требуемого выхо"

да (s; t) делать шаги 3 – 5.
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3. Установить активации для входных ячеек: xi = si
.

4. Установить активацию для выходной ячейки: y = t.
5. Отрегулировать веса по соотношению: wi(new) = wi(old) + xiy,

j = 1, 2, ..., n.
6. Отрегулировать смещение: ( ) ( ) .b new b old y� �
Отметим, что смещение регулируется аналогично весу от ячейки,

чей выходной сигнал всегда равен 1. Изменение весов может быть
также выражено в векторной форме следующим образом:

( ) ( ) .w new w old xy� �
Последнее выражение можно записать через изменение веса 	w

как

.w xy� �

Простой персептрон

Понятие персептрона впервые было введено Ф. Розенблаттом [3],
который описал несколько типов таких устройств и разработал ал"
горитм обучения персептрона. Его оригинальный персептрон имел
три слоя нейронов: сенсорные (приемные), ассоциированные и вы"
ходные ячейки, которые в совокупности формировали искусствен"
ную модель сетчатки. Ячейки сенсорного слоя соединялись с ячейка"
ми ассоциированного слоя связями с фиксированными весами, име"
ющими значения +1, 0 или –1, которые рассматривались как слу"
чайные. При введении входного образа часть ячеек ассоциированно"
го слоя, чьи пороги превышались суммарным входом ячеек сенсорно"
го входа, становилась активной, другая – неактивной. Активные
ячейки ассоциированного слоя передавали сигнал на выходной слой.
Однако i�я ячейка выходного слоя посылает тормозящие сигналы
обратно к каждой j�й ячейке ассоциированного слоя (i 
 j). В результа"
те устройство совершает серию итераций, заставляя ячейки ассоции"
рованного слоя быть активными или неактивными до тех пор, пока
система не станет стабильной. Схема персептрона Ф. Розенблатта
приведена на рис. 1.11.

Термин «персептрон» имеет неоднозначное толкование. Иногда
его используют для определения сети со многими ячейками в слоях,
как описано выше. Однако в большинстве определений под персепт"
роном понимается сеть, состоящая из ассоциированного и выходно"
го слоев, а так как ассоциированный слой не выполняет никаких
вычислений и не учитывается при подсчете слоев сети, то персептрон
представляет собой простую однослойную сеть.

Функция активации в таком персептроне является бинарной сту"
пенчатой функцией с произвольным, но фиксированным порогом. При

 =
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этом сигнал, поступающий на выходную ячейку, есть бинарный (0
или 1) сигнал. Выход персептрона определяется как:

( ),y f x�
где f (x) – функция активации, равная

1,   если    ,

( )  0,   если      ,

1,  если    .

h

f h h

h

� ��
�� �� � � ��
�� 	 ��


Веса между ассоциированным и выходным слоями вычисляются с
использованием обучающего правила персептрона. Для каждого обу"
чающего входа сеть должна найти отклик выходной ячейки. Затем
сеть определяет наличие ошибки для этого образа путем сравнения
вычисленного выхода с требуемой (целевой) величиной. Сеть не де"
лает различия между ошибкой, при которой вычисленный выход 0, а
целевое значение равно –1, и ошибкой, при которой вычисленный
выход равен +1, а целевая величина равна –1. В каждом из этих слу"
чаев знак ошибки указывает, что веса должны быть изменены. Одна"
ко только те веса изменяются, нейроны которых посылают ненуле"
вой сигнал в ячейки выходного слоя. Если ошибка имеет место для
конкретного обучающего входного образа, то изменение весов осу"
ществляется по формуле:

( ) ( ) ,i i iw new w old tx� ��
где t = +1 или –1 – целевая величина; � – скорость обучения.

В том случае, если ошибки нет, веса не изменяются. Обучение бу"
дет продолжаться до тех пор, пока имеется ошибка. Теорема о сходи"
мости обучающего правила персептрона гласит, что при существова"

Рис. 1.11
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нии весов, которые позволяют сети правильно откликаться на все
обучающие образы, процедура определения весов будет находить та"
кие их значения, при которых сеть должна давать правильный от"
клик на все предъявленные для обучения образы. Кроме того, сеть
будет находить эти значения весов за конечное число шагов.

В первоначальной версии персептрона выходной сигнал от ассо"
циированного слоя представлял собой бинарный вектор, однако это
не является необходимым условием. При рассмотрении алгоритма
обучения персептрона регулируемыми весами являются веса между
ассоциированным и выходным слоями. Цель сети – классифициро"
вать каждый входной образ как принадлежащий или не принадле"
жащий определенному классу (категории). Принадлежность опреде"
ляется значением выходной ячейки, равным +1; если образ не при"
надлежит этому классу – величина выхода равна –1.

Алгоритм обучения, представленный ниже, подходит как для би"
нарных, так и для биполярных входных векторов с биполярным це"
левым выходом, фиксированным порогом и регулируемым смещени"
ем. Алгоритм не чувствителен к начальным значениям весов и вели"
чине скорости обучения. Обучающий алгоритм простого персептро"
на, предназначенного для классификации образов, представляет сле"
дующую последовательность шагов.

1. Инициировать веса и смещение (для упрощения все веса и сме"
щение примем равными нулю). Выбрать скорость обучения � из диа"
пазона 0 < � � 1 (положим � = 1).

2. Если условие остановки не выполняется, делать шаги 3–7.
3. Для каждой обучающей пары (s; t) делать шаги 4–6.
4. Установить активации входных ячеек: xi = si.
5. Вычислить отклик выходной ячейки:

;i i
i

h b x w� ��

1,  если    ,

  0,   если     ,

1,  если    .

h

y h

h

� ��
�� �� � � ��
�� 	 ��


6. Если ошибка имеет место для этого образа, изменить веса и
смещение:

если  ,    то  ( ) ( ) ,

                            ( ) ( ) ;
i i iy t w new w old tx

b new b old t

� � ��

� ��

иначе ( ) ( );    ( ) ( ).i iw new w old b new b old� �
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7. Проверить условие остановки: если на шаге 3 нет изменения
весов, тогда остановка; в противном случае – продолжить.

Нужно отметить, что изменяются только те веса, которые соеди"
няют активные входные нейроны (xi 
 0). Кроме того, веса модифи"
цируются только для тех входных образов, которые не формируют
правильное значение выхода y. Последнее означает, что увеличение
числа обучающих образов, вырабатывающих правильный отклик,
приводит к уменьшению времени обучения.

Ф. Розенблаттом была доказана теорема о сходимости обучающе"
го правила персептрона. Позже были даны модифицированные вер"
сии доказательства этой теоремы [7], которая формулируется следу"
ющим образом.

Дан конечный набор из P обучающих входных векторов x(p),
p = 1, 2,..., P, каждый из которых связан с целевой величиной t(p),
p = 1, 2,..., P, принимающей значения +1 или –1.

Дана функция активации, имеющая вид, аналогичный приведен"
ным выше примерам.

Тогда изменение весов осуществляется следующим образом:

если  ,   то  ( ) ( ) ;y t w new w old tx� � �
иначе никакого изменения весов не происходит.

Теорема о сходимости обучающего правила персептрона гласит:
если имеется весовой вектор w*, такой, что f [x (p) · w*] = t (p) для всех
p, тогда для любого начального вектора w обучающее правило пер"
септрона будет сходиться к весовому вектору (не обязательно един"
ственному и не обязательно w*), который дает правильный отклик
для всех обучающих образов, и это будет сделано за конечное число
шагов.

Доказательство теоремы достаточно громоздко, поэтому ограни"
чимся итоговым результатом. Максимально возможное число изме"
нений весов определяется следующим выражением:

2* 2/ ,k M w m�

где k – число изменений весов; M = max {x2 для всех x в обучаю"
щем наборе}; х  – норма вектора х;  m = min {x · w*}.

Обучение может занимать много времени (большое число шагов),
если обучающие векторы обладают малой величиной своей нормы.
Это приведет к малому значению m и, как следствие, к большой вели"
чине k. Ненулевое значение порога � не сказывается на доказатель"
стве теоремы, но его величина может изменить решаемую задачу.
Кроме того, отличие скорости обучения от 1, как это принято при
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доказательстве теоремы, не оказывает существенного влияния на
итоговый результат.

1.6. Многослойные нейронные сети

Однослойные нейронные сети не могут выполнять некоторые дос"
таточно простые задачи, к примеру проблему исключающего ИЛИ.
Переход к многослойным нейронным сетям, способным решать бо"
лее сложные задачи, был затруднен из"за отсутствия обучающего
алгоритма для таких сетей. Только в 1974 г. П. Вербозом в док"
торской диссертации был предложен алгоритм обучения таких се"
тей, но его результаты оставались почти неизвестными для широ"
кого круга исследователей. Метод обучения многослойных сетей,
получивший название метода обратного распространения ошибки
(ОРО), в английском написании – Back Propagation Error (BPE),
был открыт вновь в 1986 г. [6], после чего начался интенсивный
период разработки нейросетевых технологий на основе многослой"
ных сетей в приложениях к различным сферам науки и техники. Рас"
смотрим метод ОРО для многослойного прямонаправленного персеп"
трона (МПП), предназначенного для решения задач, которые могут
быть выражены в виде образов (пар) вход"выход. Такие соотноше"
ния можно назвать обучающими примерами.

Метод обратного распространения ошибки

Обучение многослойного прямонаправленного персептрона состо"
ит в адаптации всех синаптических весов таким образом, чтобы раз"
ница между действительными выходными и требуемыми сигналами,
усредненная по всем обучающим примерам, была настолько мала,
насколько это возможно. Обучение сети методом ОРО включает в себя
три этапа:

– прямое распространение входного обучающего образа;
– вычисление ошибки и ее обратное распространение;
– регулирование весов.
После обучения сети ее использование состоит только из вы"

числений первой фазы. Хотя обучение сети может представлять
собой медленный процесс, обученная сеть выполняет свою задачу
очень быстро.

Этот метод основан на вычислении вектора градиента поверхнос"
ти ошибок, который указывает направление кратчайшего спуска по
поверхности из данной точки. Последовательность шагов приводит
после ряда итераций к минимуму поверхности ошибок. Очевидную
трудность здесь представляет выбор длины шага. При большой дли"
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не сходимость более быстрая, но есть опасность «перескочить» через
решение, особенно в случаях, когда поверхность отклика имеет фор"
му узкого оврага. При малом шаге направление продвижения выби"
рается правильным, но требуется много итераций для достижения
минимума. На практике величина шага принимается пропорциональ"
ной крутизне склона с некоторой постоянной, называемой скорос"
тью обучения.

Для конкретности рассмотрим МПП, состоящий из входного,
скрытого и выходного слоев нейронов, схема которая приведена на
рис. 1.12.
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Рис. 1.12

Обозначим xi (i = 1, 2,..., n) – входные нейроны; vj (j = 1, 2,..., q) –
нейроны скрытого слоя; yk (k = 1, 2,..., m) – выходные нейроны; wij –
веса от ячеек входного слоя к нейронам скрытого слоя; wjk – веса от
нейронов скрытого слоя к выходным нейронам. Индексом р  (p = 1,
2,..., P) обозначим различные образы, предъявляемые на вход. Вход"
ные сигналы могут быть бинарными, биполярными или непрерыв"
ными.

Поведение сети должно быть определено на основе ряда пар вход"
выход. Каждый обучающий пример состоит из n входных сигналов xi
и m соответствующих выходных сигналов tk. Обучение МПП для кон"
кретной задачи эквивалентно нахождению таких значений всех си"
наптических весов, при которых для соответствующего входа фор"
мируется требуемый выход. Таким образом, обучение многослойной
сети заключается в регулировании всех весов таким образом, что
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ошибка между требуемыми выходными tk и действительными выход"
ными yk сигналами, усредненная по всем обучающим примерам, была
бы минимальна (возможно нулевая). При предъявлении образа р на
вход сети скрытая ячейка j принимает сигнал:

p p
j ij i

i

h w x��
и на своем выходе с помощью функции активации вырабатывает та"
кой сигнал:

( ) ( ).p p p
j j ij i

i

v f h f w x� � �
Выходная ячейка с номером k суммирует сигналы от нейронов скры"

того слоя, образуя сигнал, равный

( ),p p p
k jk j jk ij i

j j i

h w v w f w x� �� � �

и после воздействия функции активации формирует выходной сиг"
нал:

( ) ( ) [ ( )].p p p p
k k jk j jk ij i

j j i

y f h f w v f w f w x� � �� � �

Для упрощения записи здесь пороговые значения отброшены; они
всегда могут быть введены в сеть.

В качестве функции ошибок примем функцию вида:

2[ ] 0,5 ( ) ,p p
k k

p k

E w t y� ��� (1.5)

где tk
p – требуемое значение выхода.

Подставляя в выражение (1.5) значение yk
p, получим

2[ ] 0,5 { [ ( )]} .p p
k jk ij i

p k j i

E w t f w f w x� ��� � � (1.6)

Функция (1.6) является непрерывно дифференцируемой функци"
ей от каждого веса, входящего в это выражение, поэтому можно вос"
пользоваться алгоритмом градиентного спуска для нахождения ве"
сов. Большую практическую важность здесь играет форма правил
изменения весов.

Для весов между скрытым и выходным слоями правило градиент"
ного спуска дает:

 ( ) ( ) ,p p p p p p
jk k k k j k j

jk p p

Ew t y f h v v
w
� �� � �� � � � � � �
� � � (1.7)
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где

( ) ( ).p p p p
k k k kf h t y�� � � (1.8)

Для весов между входным и скрытым слоями нужно продиффе"
ренцировать (1.6) по wjk, для чего воспользуемся цепным правилом и
получим

 ( ) ( ) ( ) 

                         ( ) ,                      

p
j p p p p p

ij k k k jk j ip
ij ijp p kj

p p p p p
k jk j i j i

p k p

vE Ew t y f h w f h x
w wv

w f h x x

�� � � �� � � � �� � � � �
� ��

�� � � � �

� ��

�� � (1.9)

где

( ) .p p p
j j jk k

k

f h w�� � �� (1.10)

Отметим, что уравнения (1.7) и (1.9) имеют одинаковую форму,
но различаются значениями параметра �. В общем случае при произ"
вольном числе слоев правило изменения весов в методе ОРО имеет
следующий вид:

,out in
p

w v��� � � �� (1.11)

где суммирование производится по всем предъявляемым образам;
выход и вход относятся к двум концам � и � синаптического соедине"
ния; vin – активация от скрытой ячейки или реального входа. Значе"
ния � зависят от рассматриваемого слоя: для последнего слоя эта ве"
личина определяется по выражению (1.8), а для других слоев – фор"
мулой, подобной (1.10).

Выражения (1.7) и (1.9), определяющие правила изменения ве"
сов, записаны в виде сумм по предъявляемым образам, однако обыч"
но образы поступают на вход последовательно: образ р предъявляет"
ся на вход, и по окончании прохода «вперед"назад» по сети все веса
изменяются перед предъявлением следующего образа. Это уменьша"
ет функцию ошибок Е на каждом шаге. Если образы выбираются в
случайном порядке, то движение по пространству весов происходит
стохастически, что позволяет более широко исследовать поверхность
ошибок. Альтернативная версия изменения весов («групповое обу"
чение») заключается в минимизации функции ошибки таким обра"
зом, что весовые изменения накапливаются по всем обучающим при"
мерам, и только затем происходит модификация весов.
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Алгоритм обучения сети

Алгоритм обучения сети представляет следующую последователь"
ность шагов.

1. Инициировать веса, приняв их малыми случайными величинами.
2. Если условие остановки не выполняется, делать шаги 3–10.
3. Для каждой обучающей пары выполнять шаги 4–9.

Прямой проход по сети

4. Каждая входная ячейка xi, i = 1, 2,..., n принимает входной
сигнал и распространяет его ко всем нейронам следующего (скрыто"
го) слоя.

5. Каждая ячейка скрытого слоя vj, j = 1, 2,..., q суммирует свои
взвешенные входные сигналы

,j ij i
i

h w x��
применяет к полученной сумме функцию активации, формируя вы"
ходной сигнал:

( ),j jv f h�

который посылается ко всем ячейкам выходного слоя.
6. Каждая выходная ячейка yk, k = 1, 2,..., m суммирует взвешен"

ные сигналы

,k jk j
j

h w v��

формируя после применения функции активации выходной сигнал
сети:

( ).k ky f h�

Обратное распространение ошибки
7. Каждая выходная ячейка сопоставляет свое значение выхода с

требуемой целевой величиной и вычисляет параметр �k

( ) ( ),k k k kt y f h�� � �
после чего определяется корректировочный член для весов

,jk k jw v� � ��

а параметры �k посылаются в нейроны скрытого слоя.
8. Каждая скрытая ячейка vj суммирует свои �"входы от нейронов

выходного слоя

,j k jk
k

h w� ��
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результат умножается на производную от функции активации для
определения �j

( )j j k jk
k

f h w�� � �� ,

и вычисляется поправочный член

.ij j iw x� � ��

Изменение весов
9. Веса между скрытым и выходным слоями модифицируются сле"

дующим образом:

( ) ( ) .jk jk jkw new w old w� � �

Аналогичным образом изменяются веса между входным и скры"
тым слоями

( ) ( ) .ij ij ijw new w old w� � �

10. Проверка условия остановки.
Вычислительная схема алгоритма ОРО показана на рис. 1.13.
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Рис. 1.13

Приведенный алгоритм осуществляет изменение весов после каж"
дого предъявления обучающего вектора, что определяет эпоху в ме"
тоде ОРО. Обычно требуется много эпох для обучения нейронной сети
методом ОРО.

Укажем несколько практических рекомендаций при использова"
нии этого алгоритма.

Выбор начальных значений весов. Этот этап выполнения алгорит"
ма оказывает влияние на достижение сетью глобального (или локаль"
ного) минимума функции ошибки и на скорость схождения к мини"
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муму. С одной стороны, значения начальных весов не должны быть
очень большими, иначе начальные входные сигналы в каждую
скрытую или выходную ячейку попадут в диапазон, где производ"
ная сигмоидной функции активации имеет очень малую величину.
С другой – если начальные значения взять достаточно малыми, то
сетевой вход в скрытый или выходной нейрон будет близок к нулю,
что приведет к очень медленному обучению.

Общее правило инициирования начальных весов заключается в
выборе их значений из равномерно распределенных величин в интер"
вале –0,5... + 0,5 (иногда этот интервал может быть несколько мень"
ше или больше, но не превышающий ± 1). Значения весов могут быть
положительными или отрицательными, поскольку окончательные
веса после обучения также могут иметь любой знак.

Продолжительность обучения сети. Так как целью обучения сети
является достижение баланса между правильными откликами на обу"
чаемые образы и приемлемыми откликами на новые входные образы
(т. е. равновесие между запоминанием и обобщением), поэтому нет
необходимости продолжать обучение до тех пор, пока общий квад"
рат ошибки достигнет минимума. Было предложено использовать
две серии данных во время обучения: серию обучающих образов и
серию контрольных образов, которые являются раздельными. Регу"
лирование весов основано на обучающих образах, однако во время
обучения ошибка вычисляется с использованием контрольных обра"
зов. До тех пор пока ошибка для контрольных образов уменьшается,
процесс обучения продолжается. При возрастании этой ошибки сеть
начинает терять свою способность к обобщению, и в этот момент обу"
чение прекращается.

Количество требуемых обучаемых пар. Для соотношения между
числом обучаемых образов Р, количеством регулируемых весов w и
точностью классификации � предложено использовать следующее
выражение [8]:

/w P � � .

Например, при � = 0,1 многослойная сеть с 80 регулируемыми ве"
сами потребует 800 обучаемых образов, чтобы быть уверенным в пра"
вильной классификации 90% предъявленных контрольных образов.

Представление данных. Во многих задачах входные и выходные
векторы имеют составляющие в одном и том же диапазоне величин.
Так как один из членов в выражении для корректировки весов явля"
ется активацией ячейки предыдущего слоя, нейроны, имеющие ну"
левую активацию, обучаться не будут. Это предполагает, что обуче"
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ние может быть улучшено в том случае, если входной вектор пред"
ставлен в биполярной форме, а в качестве функции активации ис"
пользуется биполярная сигмоида.

Иногда данные (входные и целевые образы) могут быть представ"
лены или в виде непрерывных значений, или в виде набора состоя"
ний. К примеру, температура пищи может определяться действитель"
ной температурой или одним из следующих состояний: заморожен"
ная, холодная, комнатная, горячая. В первом случае используется
единственный нейрон; во втором – потребуется четыре нейрона. Для
нейронной сети легче обучиться набору различных состояний, чем
отклику с непрерывным значением.

Введение инерционной поправки. Можно показать, что поиск
минимума функции ошибок методом градиентного спуска оказыва"
ется достаточно медленным при малой скорости обучения � ; при боль"
шой скорости � имеем значительные осцилляции . В качестве приме"
ра на рис. 1.14 показаны четыре траектории пути градиентного спус"
ка, состоящих из 20 шагов (1 – � = 0, 02; 2 – � = 0, 047; 3 – � =
=0,049; 4 – � = 0,50). Отдельная траектория соответствует опреде"
ленному значению скорости обучения, откуда видно, что ее увеличе"
ние приводит к значительным колебаниям траектории относительно
контура постоянной ошибки (в виде эллипса).

+ +

1 2

3
4

Рис. 1.14

Есть ряд путей для решения этой проблемы, включая замену гра"
диентного спуска сложными минимизационными алгоритмами, од"
нако существует более простое и эффективное приближение, заклю"
чающееся в добавлении инерционного (моментного) члена к правилу
изменения весов. Такая добавка к весу вынуждает его изменяться в
направлении “среднего” спуска, вместо того чтобы осциллировать
относительно положения минимума. Подобная схема реализуется
посредством вклада от предыдущего временного шага к каждому из"
менению веса

( 1) / ( ),jk jk jkw t E w w t� � � ��� � ���
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из которого при замене первого слагаемого в правой части получаем:

( 1) ( ).jk k j jkw t v w t� � � �� ���

Последнее равенство определяет изменение весов между скрытым
и выходным слоями; аналогично добавляется поправочный член и к
весам между скрытым и входным слоями. Обычно величина момент"
ного (инерционного) параметра � находится в диапазоне от 0 до 1,
наиболее часто его значение принимается равным 0,9.

На рис. 1.15 приведены примеры двух траекторий градиентно"
го спуска, состоящего из 12 шагов при одинаковой скорости обуче"
ния �. Левая траектория соответствует случаю отсутствия инерци"
онного члена (� = 0), правая – соответствует значению � = 0,5.

+

1
2

Рис. 1.15

Модификации функции активации. Диапазон функции актива"
ции должен соответствовать диапазону целевых значений конкрет"
ной задачи. Бинарная сигмоидная функция вида

1( ) [1 exp( )]f x x �� � �
с производной

( ) ( )[1 ( )]f x f x f x� � �
может быть изменена для перекрытия любого требуемого диапазона
с центром при любом значении x и необходимом наклоне.

Сигмоида может иметь расширенный диапазон, чтобы отображать
значения в интервале [a, b] для любых a и b. Для этого нужно ввести
параметры

;  .b a a� � � � � �
Тогда сигмоидная функция

( )  ( )g x f x� � ��

имеет требуемые свойства, т. е. диапазон [a, b]. Ее производная вы"
ражается как

1( ) [ ( )][ ( )].g x g x g x�� � � � � � �� �
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Наклон сигмоидной функции может быть изменен с помощью вве"
денного параметра �. Вид сигмоидной функции в этом случае показан
на рис. 1.8.

Альтернативные функции стоимости. Квадратичная функция сто"
имости (1.6) является не единственно возможной. Выражение (tk

p – yk
p)

может быть заменено любой другой дифференцируемой функцией
f (tk

p, yk
p), которая достигает минимума при равных аргументах. Диф"

ференцирование такой функции показывает, что изменяется только
величина �k

p для весов между выходным и скрытым слоями; осталь"
ные выражения метода ОРО остаются неизменными.

Возможная альтернативная функция стоимости приведена в [8] и
имеет следующий вид:

2

2
,

( ) ,   если    ,
  

( ) ,    если    ,

p p
k k

p p
p k k k

t y sign t sign y
E

t y sign t sign y

�� � ��� �
� � ���

�

с параметром �, изменяющимся от 0 до 1. Такое выражение вначале
устанавливает правильным знак t, а затем обращает внимание на
величину расхождения между t и y.

Число нейронов в скрытом слое. Обычно число нейронов в скры"
том слое заранее неизвестно, и для выбора количества скрытых ней"
ронов используют метод проб и ошибок. Возможный подход при вы"
боре скрытых нейронов заключается в том, что на первом этапе число
таких нейронов берется заведомо большим, чем требуется, а затем,
по мере обучения сети, излишние нейроны убираются. Все нейроны,
которые не вносят вклад в решение или дают информацию, не требу"
ющуюся в последующем слое, рассматриваются как лишние и удаля"
ются из скрытого слоя. Для того чтобы найти те нейроны, которые
можно исключить, выходы всех скрытых ячеек запоминаются и ана"
лизируются по всем обучающим примерам после того, как сеть дос"
тигла сходимости. На практике считается, что сеть достигла сходи"
мости, если разность между требуемым и действительным выходами
не превышает 0,1. В случае, если выход некоторой скрытой ячейки
остается примерно постоянным для всех обучающих примеров, этот
нейрон может быть удален из сети, так как он не вносит существен"
ного вклада в решение и действует как дополнительное смещение.
Аналогичным образом, если два скрытых нейрона дают приблизи"
тельно одинаковый выход для всех обучающих примеров, то только
один из них действительно необходим, так как оба нейрона перено"
сят одинаковую информацию. После удаления тех ячеек, которые не
дают вклада в решение, значения веса уменьшенной сети должны
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быть изменены путем переобучения сети для получения требуемых
характеристик.

Разновидности градиентных алгоритмов обучения

Метод сопряженных градиентов. В этом методе происходит пос"
ледовательный поиск минимума по различным направлениям на по"
верхности отклика. Сначала, как и в методе ОРО, берется направле"
ние наискорейшего спуска, однако здесь шаг берется непропорцио"
нально скорости обучения: в методе сопряженных градиентов прово"
дится прямая в нужном направлении, а затем вдоль нее ищется ми"
нимум (это не требует больших вычислений, так как поиск проходит
в одном измерении).

Затем происходит поиск в новых направлениях (сопряженных),
которые выбираются из тех соображений, чтобы не терять минимума
по уже выбранным ранее направлениям.

В действительности сопряженные направления вычисляются в
предположении, что поверхность ошибок является квадратичной,
что не всегда справедливо. Однако это предположение работоспособ"
но, а если алгоритм обнаруживает, что выбранное направление не
ведет вниз по поверхности отклика, то он находит направление наи"
скорейшего спуска и начинает поиск заново с этого направления.

Начальное направление поиска d0 задается следующей формулой:

0 0,d g� �

где 0g  – величина градиента.
На последующих шагах направление поиска dj+1 корректируется

следующим образом:

1 1j j j jd g d
� �
� � �� .

Из последней формулы следует, что новое направление минимиза"
ции зависит только от значения градиента в точке решения gj+1 и от
предыдущего направления поиска dj, умноженного на коэффициент
сопряжения �j. Для вычисления последнего существуют различные
правила [9], в частности, можно использовать и такое:

2
1 1( ) /j j j i jg g g g
� �

� �� � �� � .

Практическое применение такого подхода связано с постепенной
утратой свойства ортогональности между векторами направлений ми"
нимизации.

Метод Левенберга–Маркара. Этот метод  – самый быстрый и на"
дежный метод, но его применение связано со следующими ограниче"
ниями:
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1. Метод Левенберга–Маркара можно применять только для се"
тей с одним выходным нейроном.

2. Метод требует памяти, пропорциональной квадрату числа ве"
сов в сети, поэтому его нельзя использовать для сетей большого раз"
мера (порядка 1000 и более весов).

Этот метод предполагает, что функция, моделируемая ИНС, яв"
ляется линейной. В таком предположении минимум определяется за
один шаг вычислений. Затем найденный минимум проверяется, и если
ошибка уменьшилась, весам присваиваются новые значения. Вся
процедура повторяется.

Алгоритм Левенберга–Маркара разработан так, чтобы миними"
зировать функцию ошибок с помощью формулы, которая предпола"
гает, что моделируемая сетью функция является линейной. Вблизи
точки минимума это предположение выполняется с большой точнос"
тью, так что алгоритм может продвигаться очень быстро. Вдали от
минимума это предположение может быть неправильным. Поэтому
метод Левенберга–Маркара находит компромисс между линейной
моделью и градиентным спуском. Шаг делается только в том случае,
если он уменьшает ошибку.

Итерации в этом методе проводятся по следующей формуле:

1( ) ,T Tw Z Z I Z�� � � �� �

где � – управляющий параметр; I – единичная матрица; � – вектор
ошибок на всех наблюдениях; Z – матрица частных производных от
этих ошибок по весам, равная

( )
n

ni
i

Z
w
���
�

.

Метод быстрого распространения.  Этот метод является разно"
видностью метода ОРО. В методе быстрого распространения (БР) про"
изводится пакетная обработка данных. В методе ОРО веса сети кор"
ректируются после обработки каждого очередного наблюдения; здесь
же вычисляется усредненный градиент поверхности ошибок по все"
му обучающему множеству, и веса корректируются один раз в конце
каждой эпохи.

Метод БР действует в предположении, что поверхность ошибок
является квадратичной. Если это так, то точка минимума на ней на"
ходится через одну"две эпохи. В общем случае такое предположение
неверно, но даже если оно выполняется лишь приблизительно, алго"
ритм все равно быстро сходится к минимуму.

При этом допущении алгоритм БР работает так:
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1. На первой эпохе веса корректируются по тому же правилу, что и
в методе ОРО, исходя из локального градиента и скорости обучения.

2. На последующих этапах алгоритм использует предположение о
квадратичности для более быстрого продвижения в точку миниму"
ма. Здесь изменения весов рассчитываются по следующей формуле:

( )
( ) ( 1),

( 1) ( )
s t

w t w t
s t s t

� � � �
� �

где s(t) – градиент поверхности ошибки по отношению к данному весу.
Существуют и другие виды градиентного поиска, отличающиеся

способом вычисления приращения весов по поверхности ошибок. В
любом случае алгоритм работает по правилу

( 1) ( ) ( ),n n nw w w� � � �
где n определяет шаг итерации.

1.7. Конкурентные сети

Отличие сетей этого типа от рассмотренных ранее, которые обуча"
лись с учителем (на примерах), заключается в том, что теперь нет
связи из внешнего мира, чтобы сказать, какие из выходов сети явля"
ются правильными. Сеть в такой ситуации должна сама отыскивать
во входных данных образы, признаки, корреляции, категории и ко"
дировать их на выходе. Таким образом, ячейки и связи между ними
здесь выполняют роль самоорганизации (самообучения). Тип обра"
за, который сеть данного типа обнаруживает во входных данных,
зависит от архитектуры и выходов сети. Укажем следующие возмож"
ные выходы [7].

Подобие. Единственный выход сети может дать оценку сходства
нового входного образа с типичным образом, показанным сети в про"
шлом.

Главные компоненты (ГК). Данный подход представляет собой
расширение предыдущего случая на несколько ячеек или ряд осей,
вдоль которых измеряется сходство с предшествующими примера"
ми. Отметим, что ГК широко распространены в статистических при"
ложениях при многомерном анализе.

Кластеризация. Ряд бинарных выходов (в каждый момент време"
ни только один) позволяет оценить принадлежность входного обра"
за к одному из нескольких классов. Приемлемые категории должны
быть найдены сетью на основе корреляций во входных образах.

Кодирование. Выход может быть кодированной версией входа,
сохраняющей максимальное количество информации о предъявлен"
ном входе.



41

Отображение признаков. При организации выходных ячеек в не"
которую фиксированную конфигурацию (к примеру, двухмерное уст"
ройство) они могут отображать входные образы в различные точки
этой конфигурации. При этом создается топографическая карта вхо"
да таким образом, что сходные входные ячейки всегда активируют
похожие выходные ячейки.

Перечисленные случаи четко не различаются и могут комбиниро"
ваться в различных сочетаниях. В частности, кодирование может
быть выполнено с использованием главных компонентов, которые
сами могут применяться для снижения размерности данных перед
кластеризацией или отображением.

Архитектура сетей, обучаемых без учителя достаточно проста:
большинство сетей состоит из одного слоя. В основном сети явля"
ются прямонаправленными, за исключением сетей адаптивной ре"
зонансной теории. Сложность в таких сетях обусловлена только
типом обучающих правил.

Правило Ойя

Рассмотрим вначале однослойную линейную сеть (рис. 1.16), со"
стоящую из нескольких входных ячеек, число которых определяет"
ся размерностью входного вектора, и одной
выходной ячейки. Примем, что на вход
сети поступают поочередно векторы х с со"
ставляющими xj, i = 1, 2,..., n, взятыми из
некоторого распределения Р (х). Компонен"
ты вектора могут быть непрерывными или
бинарными величинами. При каждом вре"
менном шаге очередной вектор х выбира"
ется из распределения и поступает на вход
сети. После просмотра достаточного коли"
чества таких векторов сеть должна обу"
читься до такой степени, чтобы по своему
выходу сделать вывод, насколько хорошо предъявленный сети образ
согласуется с исходным распределением.

При архитектуре сети на ее выходе имеем:

.j j
j

y w x��

При единственной выходной ячейке необходимо, чтобы этот вы"
ход стал скалярной мерой сходства. Чем ближе отдельный входной
образ х к векторам, взятым из распределения Р (х), тем большим
должно быть значение выходной ячейки (по крайней мере, в сред"
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Рис. 1.16
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нем). В такой ситуации естественно воспользоваться простым обуче"
нием Хебба, т. е. для изменения весов принять

,j jw yx� � � (1.12)

где � – скорость обучения.
Такой выбор усиливает выход по очереди для каждого предъявля"

емого входа и буд�т приводить к наибольшему выходу. Однако при
этом веса продолжают расти безгранично, и обучение никогда не пре"
кратится. Рассмотрим правило (1.12) более подробно. Положим, что
имеется точка равновесия для вектора w. После достаточного обуче"
ния весовой вектор будет оставаться по соседству с точкой равнове"
сия, только флуктуируя вокруг нее на величину, пропорциональную
�. Вследствие этого можно ожидать, что весовые изменения в сред"
нем должны быть равны нулю:

0 ,i i j j i ij j
j j

w yx w x x C w Cw� � � � � �� � (1.13)

где угловые скобки определяют среднее по входному распределению
P (x) и корреляционную матрицу С как

.ij i jC x x�

Полученная матрица Cij является симметричной, т. е. собствен"
ные числа этой матрицы – действительные числа, а собственные век"
торы – ортогональны. Из равенства (1.13) следует, что в гипотети"
ческой точке равновесия вектор w есть собственный вектор матрицы
C с нулевым собственным числом. Но такое состояние не может быть
стабильным, так как у матрицы C есть некоторые положительные
собственные числа; любая флуктуация, имеющая составляющую
вдоль собственного вектора с положительным собственным числом,
будет расти экспоненциально. Следовательно, направление, соответ"
ствующее наибольшему собственному числу �max, будет доминиро"
вать, а весовой вектор w при этом будет постепенно приближаться к
собственному вектору, соответствующему �max, неограниченно воз"
растая.

Имеется несколько возможностей предотвратить рост весового
вектора. Например, это можно сделать простой перенормировкой,
приняв wi� = � wi для всех весов после каждого изменения, выбирая �
так, чтобы 1.w� � Но финский ученый Е. Ойя предложил оригиналь"
ное решение, заключающееся в модификации самого правила Хебба
таким образом, который позволяет сделать весовой вектор прибли"
жающимся к постоянной длине �w� = 1 без перенормировки после
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каждого изменения. Кроме того, предложенный способ приближает
вектор w к собственному вектору матрицы С с наибольшим собствен"
ным числом �max.

Правило Ойя соответствует добавлению спадающего члена, про"
порционального y2, в простое правило Хебба, что приводит к следую"
щему выражению:

( ).j j jw y x yw� � � � (1.14)

Как следует из формулы (1.14), правило Ойя похоже на правило
обратного распространения: 	wj зависит от разности между действи"
тельным входом и «обратным» выходом.

Е. Ойя показал, что его правило выбирает направление w, которое
максимизирует средний квадрат выхода � y 2�. Этот вывод из правила
Ойя приводит к заключению, что выбранное направление совпадает
с направлением первого ГК для данных с нулевым средним значе"
нием. Метод ГК, широко используемый в многомерной статисти"
ке, заключается в нахождении набора из m ортогональных векто"
ров в n"мерном исходном пространстве данных. Обычно m<<n, что
дает возможность говорить о снижении размерности первоначально"
го вектора наблюдений; при этом такое преобразование часто сохра"
няет большую долю информации о данных. В статистике для нахож"
дения ГК нужна матрица корреляций между исходными признака"
ми, основываясь на которой, определяются матрицы собственных
векторов и чисел. Первый ГК соответствует наибольшему собствен"
ному числу и рассчитывается, используя составляющие собственно"
го вектора, определяемого �max, которое равно наибольшей диспер"
сии признаков. Таким образом, первый ГК берется вдоль направле"
ния с максимальной дисперсией. Второй ГК должен лежать в под"
пространстве, перпендикулярном тому, где находится первый ГК. В
пределах этого подпространства второй ГК берется вдоль направле"
ния с максимальной дисперсией. Третий ГК находится в направле"
нии наибольшей дисперсии в подпространстве, перпендикулярном
первым двум и т. д.

Правило (1.14) определяет первый ГК, однако иногда необходимо
иметь сеть с m выходами, которая выделяет первые m ГК. Е. Ойя
расширил свое правило на случай m выходных ячеек, которое в этом
случае имеет вид:

1

( ).
n

ij i j k kj
k

w y x y w
�

� � � �� (1.15)

Выходы такой сети проектируют входной вектор х на простран"
ство первых m ГК. Отметим, что правило, аналогичное правилу (1.15),



44

было разработано Т. Зангером. Единственная разница между двумя
выражениями – верхний предел суммы: в правиле Зангера он состав"
ляет величину i вместо n в правиле Ойя. Правило Зангера более по"
лезно в приложениях, так как оно выделяет ГК по порядку, и дис"
персия выходов уменьшается равномерно с увеличением номера i.

Самоорганизующиеся карты Кохонена

Карты Кохонена, получившие свое название по имени разрабо"
тавшего их финского ученого Т. Кохонена [10], представляют со"

бой прямонаправленные сети,
которые используют алгоритм
НСО. Такие сети с помощью про"
цесса, названного самоорганиза"
цией, формируют выходные ячей"
ки в топологическую карту, ко"
торая может иметь одномерную
(рис. 1.4) или двухмерную струк"
туру (рис. 1.17).

Нейронная сеть карт Кохонена
состоит из входного и выходного
слоев (скрытый слой отсутствует).
При предъявлении входного обра"

за на отображающую карту нейроны в выходном слое конкурируют
друг с другом за право быть «победителем». Победителем считается
тот нейрон, у которого входящие веса являются самыми близкими (в
смысле евклидова расстояния) к входному образу. Таким образом,
каждая выходная ячейка определяет свое сходство или близость с
входным предъявляемым образом, и победителем становится ячейка
с номером j*, для которой выполняется соотношение:

j
w x w x

�
� � �  для всех j.

Выходная ячейка, которая стала победителем, получает право на
регулирование своего веса. В алгоритме Кохонена правило измене"
ния весов имеет следующий вид:

( , )( ),ij j ijw j j x w�� � �� � (1.16)

где �(j, j*) – функция соседства, равная единице для j = j* и уменьша"
ющаяся с расстоянием rj* – rj  между нейронами j и j* в выходном
слое.

В итоге, карты Кохонена создают топологию путем регулирова"
ния весов не только нейрона"победителя, но и при помощи изме"

�����

����

Рис. 1.17
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нения весов соседних выходных ячеек в непосредственной близос"
ти от победителя. Веса победителя и его соседей передвигаются в
направлении входного образа на величину, определяемую скорос"
тью обучения. Нейроны, близкие к победителю, так же, как и сам
победитель, изменяют свои веса в значительной степени, в то вре"
мя как удаленные от победителя ячейки испытывают меньшие
изменения весов. При продолжении процесса обучения размер об"
ласти соседства от нейрона"победителя уменьшается. В начале
обучения значительное число выходных нейронов будут изменять"
ся, но затем все меньше и меньше ячеек подвергается модифика"
ции своих весов. В конце обучения только победитель регулирует
свой вес. Аналогичная процедура происходит и со скоростью обу"
чения: по мере обучения скорость уменьшается, и ее снижение до
нуля останавливает обучающий процесс.

Правило (1.16) перетягивает весовой вектор wj*, принадлежащий
победителю, к вектору х. Кроме того, это правило приближает век"
тора wj ближайших соседей. Вследствие этого можно представить на
выходе тип «эластичной сети», смещающейся так близко, насколь"
ко это возможно, к входному образу.

С точки зрения использования карт Кохонена представляет инте"
рес задача разбиения объектов (признаков) на сходные группы (зада"
ча кластеризации), при решении которой индексы ячейки"победите"
ля определяют номер категории, куда относится предъявляемый вход"
ной образ. Помимо этого, сети Кохонена широко используются при
распознавании звуков речи, отпечатков пальцев, при оценке состоя"
ния механизмов.

Приведем алгоритм обучения сети Кохонена, который представ"
ляет следующую последовательность шагов.

1. Инициировать веса. Установить параметры функции соседства
и скорости обучения.

2. Если условие остановки не выполняется, делать шаги 3–9.
3. Для каждого входного вектора х делать шаги 4–6.

4. Для каждого j вычислить 2
ij i( ) )D j w x� �� .

5. Найти индекс j* такой, что D (j*) = min.
6. Для всех ячеек j в пределах определённого соседства от j* и для

всех i найти ( ) ( ) ( , )[ ( )].ij ij j ijw new w old j j x w old�� ��� �
7. Изменить скорость обучения.
8. Уменьшить радиус функции соседства.
9. Проверить условие остановки.
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1.8. Алгоритмы решения задач с помощью нейронных сетей

Для решения задачи независимо от ее конкретного содержания
посредством ИНС необходимо выполнить следующую совокупность
операций:

– определить составляющие входного вектора х;
– установить выходной вектор у таким образом, чтобы его компо"

ненты представляли собой ответ на поставленную задачу;
– выбрать количество слоев сети и нейронов в каждом слое. При этом

числа нейронов в входном и выходном слоях определяются размернос"
тями векторов, соответственно, х и у. При использовании сети Кохоне"
на размерность выхода определяется количеством требуемых классов
(групп), на которые должна быть разделена совокупность;

– оценить диапазоны изменения входов и выходов; при необходи"
мости произвести нормировку входных данных;

– обучить нейронную сеть тем или иным способом, т. е. подобрать
параметры сети (значения весов) таким образом, чтобы минимизиро"
вать ошибку обучения;

– приступить к работе с обученной нейронной сетью, подав на вход
сети значение входного вектора х.

Рассмотрим некоторые типичные задачи в области менеджмента,
которые можно решать с помощью ИНС.

Задача классификации. Положим, что имеется набор данных об n
объектах (фирмах, банках, товарах), каждый из которых характе"
ризуется m"мерным вектором х, т. е. исходная матрица данных со"
стоит из n строк и m столбцов. Необходимо посредством ИНС разде"
лить объекты на ряд сходных групп.

Такая задача может решаться как с использованием многослой"
ного персептрона, так и сети Кохонена. В первом случае применяется
обучение с учителем, во втором – без учителя.

Количество слоев в многослойном персептроне обычно не превы"
шает трех (входной, скрытый, выходной), что следует из теоремы
А. Н. Колмогорова. В последней доказано, что аппроксимация функ"
ции, трансформирующей m"мерный входной вектор в M"мерный вы"
ходной вектор, осуществима нейросетью с одним скрытым слоем с
(2m+1) нейронами. По условию задачи размерность входного векто"
ра равна m, поэтому входной слой содержит m нейронов; число ней"
ронов в выходном слое зависит от того, на сколько классов предпола"
гается разбить выборку данных.

В задаче сеть должна отнести каждый объект к одному из выде"
ленных классов. Для классификации используется номинальная
выходная переменная в одном из двух видов кодировки:
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– бинарная;
– кодировка 1"из"M.
При бинарном представлении в выходном слое сети имеется один

нейрон, принимающий одно из двух значений (0 или 1). В такой ко"
дировке происходит разделение данных на два класса.

При кодировке вида 1 – из – M на каждое состояние выделяется
один нейрон, так что каждое конкретное состояние представляется
как 1 на соответствующем месте и 0 во всех других положениях, на"
пример, для четырех классов имеем такие значения выходных ячеек:
(1 0 0 0), (0 1 0 0), (0 0 1 0), (0 0 0 1).

Каждый из выходных нейронов сети будет содержать числовые
значения в интервале от 0 до 1. Для определения класса по набору
выходных значений сеть должна решить, достаточно ли близки они
к нулю или единице. При нахождении такого решения устанавлива"
ются пороговые значения принятия и отвержения решений. Эти по"
роговые значения можно корректировать, чтобы заставить сеть быть
более или менее решительной при объявлении класса. На практике
обычно не добиваются полного совпадения выходного значения сети
с 0 или 1. Расхождение между требуемым и действительным выхода"
ми в пределах 5% вполне достаточно для решения большинства прак"
тических задач, т. е. пороговые значения при бинарном представле"
нии можно принять равными, соответственно, 0,95 и 0,05.

При решении задачи классификации необходимо обратить вни"
мание на нежелательную возможность переобучения сети. Это яв"
ление проще всего продемонстрировать на примере аппроксима"
ции с помощью полиномов. Графики полиномов могут иметь раз"
личную форму, и при более высокой степени многочлен имеет дос"
таточно сложную форму. По имеющимся опытным данным (гра"
фику зависимости полинома) подбирается модель для объяснения
результатов эксперимента. Можно выбрать сложную модель, ко"
торая будет точно проходить через все экспериментальные точки,
но при такой модели теряется искомая зависимость. Полином низ"
кого порядка может быть недостаточно гибким для аппроксима"
ции данных, но способен уловить общую тенденцию требуемой за"
висимости. ИНС при обучении сталкивается с такой же пробле"
мой. Сети с большим числом весов моделируют более сложные фун"
кции и, следовательно, склонны к переобучению. Вместо способ"
ности к обобщению, для чего и обучается нейронная сеть, можно
получить такую нежелательную ситуацию.

Для исключения подобных явлений применяется контрольная
проверка, при которой используются данные, не предъявляемые сети
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при обучении. При обучении сети по методу ОРО для контроля ре"
зультата обучения применяются обучающая и контрольная выбор"
ки. По мере обучения сети ее ошибка убывает, и вместе с тем умень"
шается ошибка на контрольной выборке. Прекращение снижения
ошибки на контрольной выборке (или даже ее рост) свидетельствует
о том, что сеть начала слишком точно аппроксимировать входные
данные и обучение необходимо прекратить, иначе можно оказаться в
ситуации переобучения.

Как отмечалось выше, для классификации могут использоваться
и самообучающиеся сети Кохонена, которые по имеющимся значе"
ниям входных переменных определяют их структуру. Такой подход
может быть рекомендован для предварительного анализа данных.
Сеть Кохонена может объединить данные в кластеры и тем самым
установить сходство между различными объектами, участвующими
в классификации. В случае уже заданных классов (сеть маркирует
классы номерами нейронов выходного слоя) такая ИНС способна
выявить сходство между различными классами. При поступлении
на вход сети нового, непохожего на уже использованные при класси"
фикации образы объекта в виде вектора его признаков, сеть Кохоне"
на не сможет отнести этот объект ни к одному из известных классов и
сформирует для него новый класс.

Задача прогнозирования. Такая задача часто ставится с целью оп"
ределения поведения финансово"экономических показателей в буду"
щие интервалы времени, например, объема продаж некоторого това"
ра, изменения курса акций и т. п. Здесь целью является прогноз бу"
дущих значений переменной на основе ее предыдущих значений.
Обычно прогнозируемая переменная является числовой, поэтому про"
гнозирование временных рядов представляет собой частный случай
регрессии. Очередное значение ряда прогнозируется по некоторому
числу его предыдущих значений (прогноз на один шаг вперед по вре"
мени).

Общий метод идентификации таких закономерностей заключает"
ся в использовании метода скользящих окон. Основная идея этого
метода состоит в использовании двух окон Wi и W0 фиксированных
размеров n и m, соответственно, перемещающихся (скользящих)
вдоль оси абсцисс (рис. 1.18).

Для данного размера окна последовательность значений W0
i, …,Wn

i

связана с последовательностью W0
0, …,Wm

0, и эта связь полностью
определяется установленными данными. Затем для нахождения двух
конфигураций значений могут использоваться различные методы. В
случае нейронных сетей Wi > W0 принимается за обучающий вектор.
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Оба окна смещаются вдоль временного ряда, сохраняя фиксирован"
ный размер шага s. Получающаяся пара Wi > W0 используется как
элемент обучающей выборки сети.

Приведем пример формирования обучающей пары. Пусть после
дискретизации временного ряда имеем следующие данные:

25, 30, 32, 29, 37, 34, 35, 38, 41.

Установим такие параметры окон: n = 4; m = 1; s = 1. Тогда для
нейронной сети будут сгенерированы следующие пары:

25, 30, 32, 29 � 37;
30, 32, 29, 37 � 34;

32, 29, 37, 34 � 35 и т. д.

Каждый следующий вектор формируется путем сдвига окон Wi и
W0 вправо на один элемент, так как s = 1. Нейронная сеть, предпола"
гая наличие скрытых зависимостей, обучается на этих наблюдени"
ях, извлекает тенденции изменения и строит прогнозную оценку.

В такой задаче могут применяться следующие два вида прогнози"
рования:

Многошаговый прогноз. Используется при необходимости долго"
срочного прогноза, целью которого является идентификация общих
тенденций и наиболее важных поворотных точек во временном ряду.
В этом случае система для предсказания временного ряда в фиксиро"
ванный период использует конфигурацию текущих значений. Затем
прогноз снова вводят в сеть, чтобы спрогнозировать следующий пе"
риод.

Одношаговый прогноз. Здесь в отличие от многошагового прогно"
за повторно вводить спрогнозированные ранее данные не требуется.

�

����

Рис. 1.18
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Сеть предсказывает значение ряда на какой"то момент времени, при
этом она для каждого последующего прогнозного значения исполь"
зует фактическую величину, а не значение, предсказанное ранее.

1.9. Предварительная обработка данных

При проведении нейросетевого исследования,  перед тем как при"
ступить к построению ИНС, необходимо выполнить ряд действий с
данными наблюдений. Данный этап анализа еще слабо формализо"
ван, различные авторы предлагают разные преобразования над на"
блюдениями [11], но основные рекомендации сводятся к следующим.

Сбор данных. Начальный этап включает извлечение высококаче"
ственных данных из доступных источников, которые содержат пол"
ную и достаточную информацию в требуемой области. 

При сборе результатов наблюдений нужно учитывать:
– доступность данных;
– восстановление пропущенных данных;
– очистку данных.
Большую по объему информацию часто трудно или невозможно

получить. Исторические данные значительно изменяются после опуб"
ликования, например, квартальная информация закрывает недель"
ные или месячные результаты.

При восстановлении пропущенных наблюдений могут быть ис"
пользованы два подхода. Сущность первого состоит в том, чтобы ис"
ключить строку или столбец матрицы данных, где есть пропущен"
ные значения. Альтернативой такому подходу является допущение
о том, что пропущенные данные в среднем имеют характер, анало"
гичный имеющимся, и могут быть восстановлены, например, сред"
ние значения из соседних элементов.

Очистка данных предполагает устранение нежелательных шумо"
вых эффектов для получения качественных результатов наблюдений.
Зашумленные данные могут значительно искажать оценочные про"
цедуры. Кроме того, при очистке данных необходимо сравнивать по"
ступающие значения с предполагаемым диапазоном изменений ре"
зультатов наблюдений для того, чтобы отсечь выходящие за преде"
лы диапазона выбросы.

Анализ и преобразование данных. Этот шаг – один из самых важ"
ных при нейросетевом проектировании. Анализ входных данных за"
висит от решаемой проблемы, например, для ИНС, предназначенной
для работы на рынке акций, необходимы данные по ценам откры"
тия, закрытия, максимума и минимума. Собранные для анализа дан"
ные представляют набор многомерных векторов, отображающих ис"
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следуемый процесс. Ключевые вопросы, на которые должен быть по"
лучен ответ при отборе входных данных, сводятся к следующим:

Какие основные переменные влияют на выход?
Какие переменные предлагают или используют эксперты?
Какие преобразования данных необходимы?
Что предлагают классические статистические методы?
Какова приемлемая частота отсчета данных?
Собранные данные часто неадекватны для обучения нейронных

сетей, вследствие чего анализ и преобразование данных необходимы
для улучшения информации, которая способна обеспечить лучшее
описание трендов или процессов в анализируемых данных. Цель ана"
лиза и преобразования данных – упростить классификацию или пред"
сказание с помощью нейронной сети.

Преобразование данных должно помочь при:
– классификации данных;
– трансформации от нелинейных задач к линейным;
– концентрации усилий только на части входного диапазона.
Наиболее простыми видами преобразований являются процент"

ная разность и логарифмирование; более сложными – статистичес"
кие преобразования. Процентная разность и логарифмирование лег"
ко вычисляются в табличной форме. Например, лаги первого поряд"
ка цен закрытия могут быть вычислены с помощью дополнительного
столбца для нахождения величины

1ln( / ),i t tx P P
�

�
где Pt, Pt–1 – соответственно, текущая цена закрытия и цена закры"
тия предыдущего дня.

Примером статистических преобразований служит наклон линии
регрессии, которая измеряет направление трендов в потоке данных.
Более сложные включают преобразования Фурье и вейвлетное, кото"
рые в ряде случаев несут больше информации, чем исходные данные,
однако для применения этих преобразований от менеджеров требует"
ся более глубокое знание математики.

Обычно нейронные сети плохо работают с величинами из широко"
го диапазона значений, встречающихся во входных данных. Для ис"
ключения этого нежелательного явления данные необходимо про"
масштабировать в диапазон [0...+1] или [–1... +1]. Нужно заметить,
что используемые для формирования выхода сети функции (сигмо"
идные или гиперболического тангенса) приводят к трудностям полу"
чения выходных значений, близких к 1 или 0 (–1 в некоторых случа"
ях). Вследствие этого целесообразно проводить масштабирование
таким образом, чтобы выходной диапазон переменных составлял
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[+0,2...+0,8] или [–0,8... +0,8]. Формула, по которой можно прове"
сти масштабирование входных данных, имеет следующий вид:

* ,s uX Sc X Of� �

max min max min min min( )/( ),     * ,Sc T T R R Of T Sc R� � � � �
где Xs, Xu – соответственно, отмасштабированные и исходные вход"
ные данные; Tmin = 0, Tmax = 1 – максимум и минимум целевой функ"
ции; Rmax, Rmin – максимум и минимум входных данных.  

Отбор переменных. Эта процедура имеет цель – снизить размер"
ность вектора входных данных. Часто нейронная сеть с меньшим
числом входных переменных показывает большую эффективность в
работе, чем сеть с большим количеством входов. В случае, если опре"
делено приемлемое множество входов для решения конкретной зада"
чи, то такие входные переменные остаются постоянными.

Существует три подхода к отбору используемых входов.
Первое направление связано с использованием статистических ме"

тодов или методов нелинейной динамики для решения вопроса о часто"
те отсчетов (если, например, речь идет о временной зависимости).

Во втором способе для обученной сети может быть применен изве"
стный метод анализа чувствительности для определения важности
входов. Подобная процедура ранжирования входов и исключения
нижней части списка входов достаточно эффективна. Статистичес"
кие методы могут пропустить входы, которые важны только при вза"
имодействии с другими переменными, но анализ чувствительности
обнаруживает такие входы. В этом методе процесс целиком представ"
ляет собой последовательность таких шагов: отбор множества дан"
ных для входа, обучение сети до принятого уровня ошибки, проведе"
ние анализа чувствительности и исключение всех переменных, нахо"
дящихся ниже порогового уровня.

Альтернативой способу анализа чувствительности является оп"
ределение относительного воздействия данного входа на среднее зна"
чение всех входных переменных. Однако для такой оценки важности
входов данные должны быть пронормированы.

Вне зависимости от того, какой из способов снижения размернос"
ти входного вектора используется, цель отбора входных переменных,
укажем еще раз, заключается в их уменьшении. Это приводит к со"
кращению времени обучения сети и улучшению в ряде случаев харак"
теристик нейросетевой модели.

Обучающая и тестовая выборки. Напомним, что нейронные сети,
о которых идет речь в этом разделе, в первую очередь, предназначены
для решения непараметрических, плохо формализуемых задач. Не"
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параметрические модели противоположны параметрическим. В пос"
ледних моделях обычно имеется некоторая формула, связывающая
изучаемое явление или процесс с внешней средой. Непараметричес"
кие модели аппроксимируют множество соотношений между вход"
ными и выходными переменными. Например, ИНС, обучаемые мето"
дом обратного распространения ошибки, способны аппроксимиро"
вать почти любое соотношение между входными и выходными пе"
ременными, что подчеркивает мощность нейронных сетей. По суще"
ству, построение сети эквивалентно выводу математической формулы.

Перейдем к обсуждению данных, которые могут быть использова"
ны для обучения и проверки нейронной сети. Обучающая выборка
применяется для разработки нейросетевой модели, т. е. для опреде"
ления значений весов, при которых достигается минимальная ошиб"
ка между требуемым и выходным сигналами (в частности, для обуче"
ния с «учителем»). Тестовая выборка необходима для того, чтобы
удостовериться в обобщающих свойствах сети и в работоспособнос"
ти последней с данными, не участвовавшими в обучении. (Иногда
перед началом работы с обученной сетью используется еще провероч"
ная выборка для оценки действительных характеристик нейросете"
вой модели в условиях окружающей среды).

Общая процедура разработки нейронных сетей заключается в рас"
щеплении исходных данных на обучающее и тестовое множества.
Обычно 2/3 данных используются для обучения, 1/3 – для тестиро"
вания. Основное требование к этим множествам состоит в том, чтобы
эти выборки были репрезентативны, т. е. правильно отражали весь
процесс, из которого извлекаются данные.

Процедура выборки – это снижение популяции данных таким об"
разом, чтобы удовлетворить ряду критериев. Такие критерии вклю"
чают в себя уменьшение стоимости анализа, ускорение времени обра"
ботки и т. п. Традиционные выборки удовлетворяют общим крите"
риям изменением количества наблюдений так, что статистические
свойства выборки и популяции (генеральной совокупности) остают"
ся похожими. Однако при формировании выборки для нейронных
сетей важно, чтобы данные извлекались пропорционально обучаю"
щей сложности.

Деление на обучающую и тестовую выборки требуют, прежде все"
го, прямонаправленные сети. Обучающая выборка – это множество,
с помощью которого сеть итеративным образом снижает ошибку меж"
ду реальным выходом сети и требуемым выходом. При разработке
выборочной стратегии для ускорения нейросетевого моделирования
создатели сети заинтересованы в снижении объема обучающей вы"
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борки до 10% от всех имеющихся данных. Кроме того, выборка дол"
жна быть статистически репрезентативна используемой базе данных
или подчеркивать некоторые специфические признаки данных. Вы"
борочная методология может быть использована для определения
особенностей данных. Примером служит метод, который отбирает в
выборку данные, находящиеся на «хвостах» распределений. При этом
предполагается, что образы, представляющие интерес, распределе"
ны симметрично.

Идентификация выходных индикаторов. В зависимости от ис"
пользуемой парадигмы обучения необходимо выбрать один или бо"
лее выходных индикаторов. При супервизорном обучении предпола"
гается, что требуемый выход должен сравниваться с реальным выхо"
дом сети. Выбор выходных индикаторов обусловлен также типом
решаемой задачи. В случае, если целью системы является предсказа"
ние будущих цен, уровней продаж и т. п., то выходами сети должны
быть те же переменные. В системах прогнозирования важно выбрать
такие выходные показатели, которые соответствуют временному
окну, использованному для торговых операций. Например, если си"
стема торговли основана на ежедневной отчетности, то и предсказа"
ние должно быть сделано на этот же временной период.

В ситуации, если целью нейросетевой системы является распозна"
вание образов или классификация данных, то на выходе сети может
быть любое число индикаторов. Например, образы в исторических
данных могут быть связаны с образами в будущих данных. Важной
особенностью при выборе выходных индикаторов является способ,
который выявляет указанные образы, например, при делении исход"
ных данных на три класса на выходе сети должно быть три индика"
тора. Кроме того, при выборе индикаторов нужно учитывать способ"
ность нейронной сети к обучению: сеть с ограниченной емкостью (мало
нейронов в скрытом слое) не может обучиться сотням различных
предъявляемых ей образов.

Полезные выходные индикаторы могут быть разработаны на ос"
нове требуемого уровня прибыли, требуемой торговой стратегии
(например, длинная или короткая рыночные позиции, уровень по"
ворота кривой цен и т. п.). Однако в ситуации, когда разработчик
не знает, чему должна обучаться нейронная сеть, маловероятно,
что такая сеть может достичь нужных соотношений между входа"
ми и выходами.

Оценка разработанной нейронной сети. Для оценки качества обу"
ченной ИНС могут быть использованы следующие показатели:

– эффективность модели;
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– эффективность работы сети;
– устойчивость;
– стабильность.
Эффективность модели определяет качество обученной сети, ос"

новываясь на характеристике, которая достигается при требуемом
или идеальном выходах сети. Для вычисления эффективности моде"
ли вначале определяют оценку поведения сети при требуемом или
идеальном выходе и сравнивают результат с тем, который получен
на выходе сети при подаче на ее вход элементов обучающей выборки.
Например, если годовой доход на основе идеального выхода сети со"
ставляет 20%, а нейросетевой реальный выход на тех же данных
дает 16%, то эффективность модели равна 80%. В итоге, этот пока"
затель является индикатором качества обучения ИНС на предъяв"
ленной ей выборке данных, но не демонстрирует ее возможности в
реальной работе.

Эффективность работы сети (по"английски – walk"forward
efficiency) является мерой потенциала работы обученной сети. Этот
показатель дает оценку действия нейронной сети на тестовой выбор"
ке и сравнивает полученную оценку с той, которая достигается при
использовании требуемого (идеального) выхода. Например, если на
основе данных, не участвовавших в обучении, идеальный выход дает
14,5%, а реальный нейросетевой выход – 11,5%, то такой показа"
тель составляет 11,5 / 14,5 = 72%. Эффективность работы сети – это
индикатор потенциала обученной нейронной сети, однако он не га"
рантирует, что достигнутая характеристика будет поддерживаться.
Режим работы или структурные изменения могут создать различие
между обучающей, тестовой выборками и реализацией работы сети в
реальном времени. Вследствие этого важно проверить устойчивость
ИНС во времени.

Устойчивость – характеристика обученной сети в различные вре"
менные периоды, которыми могут быть перекрывающиеся или непе"
рекрывающиеся окна изменяющихся размеров. Например, если дос"
тупны исторические данные за прошедшие несколько лет, то возмож"
но оценить поведение нейронной сети для всех окон шириной 3, 6, 9
или 12 месяцев. Использование скользящих окон дает распределе"
ние значений характеристики ИНС. Такие распределения можно изу"
чать методами классического статистического анализа, определяя
средние величины, дисперсии и значимость полученных по распреде"
лениям оценок.

Стабильность – характеристика обученной нейронной сети, ос"
нованной на окнах переменных размеров. Основная идея сводится к
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использованию метода Монте–Карло для оценки характеристики
обученной сети на многих временных интервалах, каждый из кото"
рых имеет случайные даты начала и окончания. Единственное огра"
ничение сводится к сохранению некоторой минимальной ширины
окна, например один месяц.

1.10. Нейронные сети в задачах менеджмента

Рассмотрим типовые задачи менеджмента, которые могут решаться
с использованием аппарата ИНС. Одной из целей книги является
демонстрация менеджерам (и будущим, и сегодняшним) возможнос"
тей «интеллектуального инструментария». Здесь укажем только раз"
новидности задач менеджмента, а способы их решения с применени"
ем программных продуктов – в следующем подразделе.

Как отмечалось выше, классификация и регрессия (прогнозиро"
вание) – основные области практического приложения нейронных
сетей. Применительно к задачам менеджмента классификации мо"
гут подвергаться фирмы, предприятия, выпускаемая продукция,
поставщики и т. п. С целью сохранения общности изложения все
перечисленное можно назвать объектами классификации. Ко второй
области практического приложения ИНС можно отнести задачи про"
гнозирования объемов выпуска продукции, объемов продаж, изме"
нения курса акций, изменения обменных курсов и т. п., которые так"
же с целью общности назовем показателем. Здесь для получения оцен"
ки прогноза необходимо иметь ретроспективный временной ряд из"
менения конкретного показателя. Рассмотрим несколько типовых
задач.

Управление качеством [12]. В такой задаче производителя инте"
ресует качество выпускаемой продукции. Для оценки качества мож"
но предложить систему контроля, построенную на принципах ИНС.
В системе должна быть использована нейронная сеть прямого рас"
пространения, обучаемая методом ОРО. Для увеличения вычисли"
тельных возможностей сеть должна состоять из трех слоев: входно"
го, скрытого и выходного.

Оценим число нейронов в каждом слое. Количество нейронов
входного слоя должно соответствовать размерности входного век"
тора, например, если объект характеризуется пятью признаками,
то входной слой содержит такое же число нейронов. В качестве
первого приближения для скрытого слоя установим удвоенное ко"
личество нейронов (10). Число нейронов выходного слоя будет
определяться тем количеством классов, на которые предполагает"
ся разделить всю совокупность объектов. Положим, что таких
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классов – два (годные и бракованные изделия). Тогда на выходе сети
будем иметь два выходных нейрона с кодировкой (1 0)т и (0 1)т (т –
знак транспонирования). При большем количестве выходных клас"
сов (категорий продукции) используется кодировка вида 1 – из –
N. Для уменьшения времени обучения пороги принятия и отвер"
жения можно установить равными, соответственно, (0,9 0,1)т и
(0,1 0,9)т.

Для обучения сети методом ОРО необходимо иметь достаточное ко"
личество обучающих пар: входной вектор – требуемый вектор. В ряде
случаев в распоряжении разработчика сети таких данных мало, что при"
водит к невозможности обучения сети до заданного уровня ошибки. В
этой ситуации следует применить метод Монте–Карло для «размноже"
ния» недостающих данных. Обученную таким образом сеть можно ис"
пользовать в качестве системы контроля качества продукции.

Оценка кредитоспособности заемщика [13]. При выдаче кредита
юридическому или физическому лицу банк заинтересован в возврате
выданных сумм, и кредит выдается лишь тем субъектам, которые,
по мнению банка, вернут деньги. К сожалению, бывают ситуации,
когда выданный кредит не возвращается, несмотря на казавшуюся
надежность заемщика. В такой ситуации задача банка заключается
в том, чтобы на основе кредитной истории прошлых заемщиков бан"
ка найти оценку возврата или невозврата кредита, т. е. классифици"
ровать заемщика по степени его надежности. В зарубежной литера"
туре такого рода задачи относятся к скоринг"анализу (от англ. слова
to score – считать). Поставленная задача оценки надежности заем"
щика также решается с применением многослойного персептрона,
состоящего, к примеру, из трех слоев: входного, скрытого и выход"
ного. На входной слой подается вектор входных параметров, опреде"
ляемый через известные банку финансово"экономические характе"
ристики заемщика; число нейронов в скрытом слое подбирается раз"
работчиком вначале интуитивно (по крайней мере, в два раза больше
размерности входного вектора); количество нейронов выходного слоя
определяется числом классов, на которые требуется разбить сово"
купность данных.

Для обучения нейронной сети необходимо иметь достаточную
выборку примеров кредитной истории, из которой формируется
обучающая и тестовая серии. Большей частью таких данных в рас"
поряжении разработчика нет, поэтому следует воспользоваться
методом статистического моделирования для «размножения» дан"
ных. Размерность входного вектора влияет на архитектуру ИНС,
усложняя ее при увеличении числа компонентов, вследствие чего
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следует провести предобработку данных с целью снижения состав"
ляющих этого вектора. Обученная, например, на два класса, ней"
ронная сеть будет относить нового потенциального клиента банка
к разрядам «хороших» или «плохих» заемщиков. Сотрудникам
банка для принятия такого решения нужно на вход сети предъя"
вить вектор исходных данных, характеризующих финансовое со"
стояние клиента. Сеть, ориентируясь на значение выхода и уста"
новленный порог принятия решения, отнесет нового клиента к
одному из классов.

С помощью этой же сети могут быть определены риски «перепу"
тывания» классов, т. е. решена задача риск"менеджмента при пре"
доставлении кредита банком. Для этого нужно иметь базу данных
(реальных или разыгранных) хороших и плохих клиентов. Доля
неправильно расклассифицированных клиентов даст количествен"
ную оценку риска.

Кластеризация объектов. Такая задача возникает при необходи"
мости разделить объекты на ряд групп (кластеров). При этом менед"
жер не обладает достаточными сведениями об объектах, чтобы сфор"
мировать требуемый выходной вектор. В такой ситуации можно вос"
пользоваться самообучающимися сетями Кохонена. Здесь нейрон"
ная сеть сама, ориентируясь лишь на структуру подаваемых вход"
ных векторов, будет относить очередной, предъявляемый на вход
объект к определенному классу.

Разработчик сети в этом случае должен определить число нейро"
нов во входном и выходном слоях (сеть Кохонена состоит только из
двух слоев), скорость обучения и критерий остановки. Количество
нейронов входного слоя, как и в предыдущих задачах, устанавли"
вается равным размерности вектора признаков объекта. В выход"
ном слое число нейронов определяется количеством классов, на
которые предполагается разделить анализируемую совокупность
объектов. Скорость обучения обычно выбирается из диапазона
0,5–1, а ее уменьшение за время обучения до нуля определяет кри"
терий остановки. Например, при выбранной начальной скорости
обучения, равной 0,5, и шаге изменения скорости, составляющем
0,05, потребуется всего 10 эпох для формирования нейрона – по"
бедителя в выходном слое.

Победивший среди всех нейронов выходного слоя (тот нейрон, у
которого весовой вектор наиболее близок к входному вектору объек"
та) определяет, в сущности, метку класса, к которому принадлежит
предъявленный объект. Затем на вход сети поступает вектор призна"
ков следующего объекта, и сеть определяет его принадлежность: если
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этот объект похож на предыдущий, то сеть относит его к тому же
классу; в противном случае – указывает метку другого кластера.

Одним из свойств сетей Кохонена является возможность сжатия
информации, поскольку в один нейрон"победитель могут входить
несколько объектов. Вследствие этого типичными задачами, решае"
мыми с помощью сетей Кохонена, являются разбиение совокупности
предприятий, фирм на ряд классов, формирование рейтингов банков
(в каждый кластер попадают несколько схожих банков), составле"
ние базы данных по продаже объектов недвижимости (квартиры раз"
ной площади, разные районы, типы домов определяют различные
ценовые кластеры).

Прогнозирование изменения показателей. Подобная задача ти"
пична для деятельности менеджера в ситуациях, когда нужно оце"
нить потребность в той или иной продукции в следующий временной
промежуток, сформировать требования к запасам комплектующих
деталей, выяснить характер изменения спроса на выпускаемую про"
дукцию. Нейросетевая технология при построении прогнозных оце"
нок здесь представляется вполне приемлемым подходом. Однако не
следует забывать о существовании традиционных статистических
методов прогноза и дополнять нейросетевой прогноз подходящей ста"
тистической моделью, например, класса ARIMA.

Как обычно, при разработке ИНС начнем с ее архитектуры.
Метод скользящих окон, используемый при нейросетевом прогно"
зе, однозначным образом определяет число нейронов в каждом
слое: входной слой содержит число нейронов, равное ширине пер"
вого окна; скрытый слой – количество нейронов в первом прибли"
жении, равное удвоенной ширине окна; в выходном слое находит"
ся только один нейрон, который определяет ширину второго окна.
Метод обучения сети (ОРО) требует наличия обучающей пары вход –
требуемый выход. Такая пара формируется из значений ряда, по"
павших в первое окно (вход сети), и единственное значение ряда,
взятое через некоторый заранее установленный сдвиг по времен"
ной оси (требуемый выход).

Система из двух окон, передвигаясь («скользя») вдоль времен"
ной оси, обучает нейронную сеть до тех пор, пока правое окно не
выйдет за пределы имеющегося временного ряда. При этом образу"
ется так называемая проекция временного ряда, полученная как
прогноз на наблюдаемом участке. На последнем, таким образом,
имеем две кривых: исходный временной ряд и его проекция как
результат нейросетевого прогноза. За пределами интервала наблю"
дения получаем только результат прогноза, выдаваемый обучен"
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ной нейронной сетью. Поскольку число значений ряда в первом
окне уменьшается при пересечении правой стороной окна границы
интервала наблюдения, то для сохранения архитектуры сети и
дальнейшего прогноза полученные очередные прогнозные величи"
ны ряда подаются на вход сети.

Примеры решения задач

Перед тем, как перейти к описанию конкретных задач менедж"
мента с помощью нейросетевой технологии, укажем некоторые про"
граммные пакеты в этой области, обеспечивающие возможности ре"
шения.

1. Пакет BrainMaker производства американской компании
California Scientific Software появился на Западе в конце 80"х гг.
ХХ в. и вскоре стал одним из лидеров продаж. В 1990 г. этот пакет
получил приз в номинации «Лучший программный продукт года», а
впоследствии стал самым продаваемым в США нейропакетом [14].
Отметим, что вначале пакет был разработан по заказу NASA, а затем
адаптирован для коммерческих приложений. Пакет получил широ"
кое распространение во многих промышленных и финансовых ком"
паниях, в оборонных предприятиях США для решения задач про"
гнозирования, оптимизации и моделирования ситуаций.

Пакет BrainMaker состоит из двух компонентов: нейросетево"
го ядра, которое обучает и тестирует нейронные сети, и среды для
создания нейросетей, анализа и подготовки исходных данных. Па"
кет реализует только одну парадигму: обучение с учителем мето"
дом обратного распространения ошибки, но этого оказывается до"
статочно для большинства приложений в области классификации
и прогнозирования.

2. Пакет AI Trilogy американской фирмы Ward Systems Group,
представляющий собой набор из трех самостоятельных приложений:
NeuroShell II, Neuro Windows, GeneHunter. NeuroShell II –
это средство создания, обучения и тестирования нейросетевых при"
ложений, Neuro Windows – нейросетевая библиотека в исходных
текстах, GeneHunter – система оптимизации сетей на основе гене"
тических алгоритмов. Вместе эти компоненты образуют мощный
«конструктор», позволяющий строить аналитические комплексы
весьма большой сложности. Этот пакет также адаптирован для биз"
нес"приложений и используется в более, чем 150 крупнейших бан"
ках США. В пакете AI Trilogy имеются возможности обработки
текстовых данных, задания правил в явном виде, работы с финансо"
выми индикаторами и обработки циклических событий.
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3. Пакет Statistica Neural Networks относится к современ"
ным нейросетевым продуктам и поэтому более совершенен по сравне"
нию с ранее выпущенными. Данный пакет – это универсальный па"
кет нейросетевого анализа американской фирмы Statsoft. Он имеет
мощные алгоритмы обучения сети (включая методы сопряженных
градиентов и Левенберга–Маркара), возможность создания сложных
комбинаций из сетей различных архитектур. Для этого пакета ха"
рактерны простота в использовании и аналитические мощности, на"
пример Automatic Network Desingner (автоматический конст"
руктор сети) определит наилучшую архитектуру для конкретной за"
дачи, осуществит отбор переменных.

Отметим, что сегодня нейрокомпьютерный сегмент рынка про"
граммного обеспечения бурно развивается, и появление новых паке"
тов представляет собой естественный процесс. Большинство фирм,
работающих на рынке аналитических программ, уже заявили о под"
готовке или выпуске систем на основе нейросетевой технологии. У
современных нейропродуктов улучшен интерфейс пользователя,
включены дополнительные алгоритмы обучения сетей, реализованы
возможности взаимодействия с другими приложениями. Однако пла"
та за эти возможности – необходимость применения более мощного
компьютера, рост требований к объему оперативной и дисковой па"
мяти. Необходимо также учесть, что новый пакет вовсе не гаранти"
рует более качественного решения пользовательской задачи.

Проиллюстрируем возможности пакета Statistica Neural

Networks для решения некоторых задач. Задачу классификации рас"
смотрим на примере разделения совокупности предприятий на два клас"
са: «банкроты» и «небанкроты». Такая задача решалась под руковод"
ством автора при подготовке магистерской диссертации  С. А. Смирно"
вой. Следует отметить, что механическое применение методик про"
гнозирования банкротства, принятых за рубежом, не годится для
нашей страны, так как у нас иные темпы инфляции, другие циклы
макро" и микроэкономики, отличающиеся уровни фондо", энерго" и
трудоемкости производства, производительности труда, налоговое
бремя. Набор признаков, выбранных для указанной классификации
предприятий, представлял совокупность четырех показателей фи"
нансовой устойчивости организации и двух показателей его плате"
жеспособности. Первая группа показателей характеризовала финан"
совую устойчивость, отражающую сбалансированность денежных и
товарных потоков, доходов и расходов, средств и источников их фор"
мирования. Описание используемых показателей финансовой устой"
чивости представлено в табл. 1.1.
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Таблица 1.1

№
п/п

тнеициффэоK акитсиреткараХ течсаР

1 тнеициффэоK
(иимонотва Kа)

"исивазенантеавызакУ
,втсдерсхынмеазтоьтсом

хынневтсбосюлодан
хесвеммусйещбоввтсдерс

втсдерс

йещбоеинешонтО
втсдерсхесвыммус

"сикяитяирпдерп
"невтсбосмакинчот

втсдерсхын

2 "тоостнеициффэоK
хынмеазяинешон

хынневтсбоси
(втсдерс K с.з )

"меазуничилевтеавызакоП
хыннечелвирп,втсдерсхын

"олв.р1анмеитяирпдерп
"невтсбосывиткавхыннеж

втсдерсхын

"ябохесвеинешонтО
"невтсбосквтсьлетаз

мавтсдерсмын

3 тнеициффэоK
итсоннервенам

(Kм)

ьтсонбосопстеавинецО
ьтавижреддопяитяирпдерп

"обоогонневтсбосьневору
"лопопиалатипакогонтор
азавтсдерсеынторобоьтян
вокинчотсихынневтсбостечс

"невтсбосеинешонтО
хынторобохын

"евйещбоквтсдерс
хынневтсбосеничил
яитяирпдерпвтсдерс

4 тнеициффэоK
автсещуми

огонневтсдовзиорп
(яинечанзан K ми.п )

"ещумиюлодтеяледерпО
огонневтсдовзиорпавтс

"иотсйещбовяинечанзан
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К показателям платежеспособности предприятий относятся ко"
эффициенты текущей ликвидности и обеспеченности собственными
средствами.

Коэффициент текущей ликвидности K1 характеризует общую обес"
печенность предприятия оборотными средствами для ведения хозяй"
ственной деятельности и своевременного погашения срочных обяза"
тельств предприятия. Коэффициент K1 определяется как отношение
фактической стоимости, находящихся в наличии у предприятия обо"
ротных средств к наиболее срочным обязательствам предприятия в
виде краткосрочных кредитов банков, краткосрочных займов и раз"
личных кредиторских задолженностей.

Коэффициент обеспеченности собственными средствами K2 харак"
теризует наличие собственных оборотных средств у предприятия, не"
обходимых для его финансовой устойчивости. Коэффициент K2 оп"
ределяется как отношение разности между объемами источников соб"
ственных средств и фактической стоимостью основных средств к фак"
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тической стоимости находящихся в наличии у предприятия оборот"
ных средств.

Показатели платежеспособности наравне с показателями финансо"
вой устойчивости участвуют в классификации предприятий на две груп"
пы: «банкротов» и «небанкротов». Кроме того, коэффициенты K1, K2
выступают как самостоятельные критерии предсказания возможного
банкротства предприятия путем прогнозирования их значений на буду"
щие периоды на основании известных значений за ряд предшествую"
щих периодов. На базе полученных спрогнозированных значений дан"
ных показателей на последующие промежутки времени можно сделать
вывод о надвигающейся угрозе банкротства или, наоборот, о стабиль"
ном финансовом состоянии организации на ближайшее время.

В качестве сети для классификации выбран многослойный пер"
септрон с алгоритмом обучения в виде метода ОРО. Входными дан"
ными для классификации предприятий на две группы «банкрот» –
«небанкрот» являлись значения шести показателей платежеспособ"
ности и финансовой устойчивости предприятия, т. е. входной слой
сети состоял из шести элементов. Выходным параметром служит би"
нарная номинальная переменная, соответствующая двум классам:
«банкрот» и «небанкрот», к которым в результате обучения сеть дол"
жна научиться относить новые предприятия.

Набор данных с помощью метода статистических испытаний сфор"
мирован из 600 наблюдений – предприятий, для которых известны
значения всех шести входных параметров и принадлежность к одно"
му из заданных классов. При этом 300 наблюдений соответствует
предприятиям"банкротам, а 300 – финансово"устойчивым предпри"
ятиям. Для последующего анализа результатов и качества работы
сети набор данных следует разделить на два подмножества – обучаю"
щее и тестовое. Обучающее подмножество состоит из двухсот наблю"
дений, соответствующих фирмам"банкротам, и такого же числа для
финансово"устойчивых фирм. Тестовое подмножество включает в себя
по 100 примеров, принадлежащих обоим классам.

Доверительные уровни установлены достаточно жесткими: мини"
мальное значение выхода, при котором наблюдение считается при"
надлежащим «положительному» классу фирм"банкротов, установ"
лено равным 0,95 (порог принятия); максимальное значение выхо"
да, при котором наблюдение относится к классу финансово"устойчи"
вых организаций, соответствует 0,05 (порог отвержения).

Критериями выбора наиболее подходящей сети, демонстрирую"
щей лучшие результаты классификации, выступают величина кон"
трольной ошибки по обучающему и тестовому подмножествам и
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итоговые статистики окна «Статистики классификации»
(Classification Statistics) для тестового подмножества. Луч"
шие результаты продемонстрировала сеть, скрытый слой которой
включал семь элементов, т. е. архитектура нейронной сети имела вид:
6–7–1 (рис. 1.19).

Рис. 1.19

Величина контрольной ошибки составляет 0,016 для обучающе"
го подмножества и 0,018 – для тестового. Сеть демонстрирует самое
большое среди других сетей количество правильно классифициро"
ванных наблюдений как для обучающего, так и для тестового мно"
жеств.

Результаты, полученные с помощью сети 6–7–1, приведены  в
табл. 1.2.

Таблица 1.2
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Из табл. 1.2 следует, что нейронная сеть решила задачу класси"
фикации предприятий на две группы: потенциальных банкротов и
финансово"устойчивых предприятий. Из ста фирм, потенциально яв"
лявшихся банкротами, сеть точно классифицировала 96; из такого
же количества финансово"устойчивых предприятий 99 были опреде"
лены правильно. Ни одного наблюдения сеть не классифицировала
неправильно, четыре фирмы"банкрота и одну фирму"небанкрот сеть
не классифицировала, что может быть отнесено за счет установле"
ния слишком жестких доверительных уровней.

На рис. 1.20 приведен график ошибки обучения (Training Error
Graph) данной сети.

Рис. 1.20

При анализе результатов и качества классификации, а также
выборе порогов принятия/отвержения очень помогает информа"
ция, содержащаяся в окне «Статистики классификации»
(Classification Statistics), показанном на рис. 1.21.

Столбцы таблицы соответствуют классам, каждый столбец раз"
бит на две части: суммарные статистики и статистики присваива"
ния. Все данные отображаются отдельно для каждого множества (обу"
чающего или тестового).

Суммарные статистики включают: общее число наблюдений в этом
наборе данных; количество наблюдений из этого класса, которые сеть
классифицировала правильно; количество наблюдений из этого клас"
са, которые сеть классифицировала неправильно как относящиеся к
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другому классу; количество наблюдений из этого класса, которые сеть
не смогла классифицировать. Статистики присваивания показыва"
ют, сколько наблюдений из каждого набора было отнесено к каждо"
му из возможных классов, включая правильный (неясные наблюде"
ния не отражены). Из приведенной таблицы следует вывод о высо"
ком качестве обучения и работы нейронной сети.

Полученная нейросетевая модель имеет своей целью классифика"
цию новых фирм, для которых известны значения шести указанных
выше показателей. Работа модели была проверена на тестовом мно"
жестве данных, которые не участвовали в обучении сети, и показала
хороший результат, который свидетельствует о широких возможно"
стях практического применения данного подхода.

Воспользуемся этим же примером для построения прогнозной оцен"
ки с помощью нейронной сети. В качестве прогнозируемых парамет"
ров примем коэффициенты K1, K2, значения которых за период на"
блюдения с 1997–2001 гг. приведены в табл. 1.3.

В качестве обучающего набора данных были взяты первые 18 зна"
чений показателей платежеспособности за период с I квартала 1997
г. по II квартал 2001 года, контрольными данными являются значе"
ния показателей за III и IV кварталы 2001 года.

В ходе исследования были рассмотрены различные модификации
архитектуры многослойных персептронов (параметры Временное
окно – Steps и Горизонт – Lookahead, количество элементов в скры"
тых слоях), варианты настройки обучения (скорость обучения, инер"
ция, количество эпох). В качестве алгоритма обучения сетей приме"
нялся метод ОРО. Для улучшения качества экстраполяции логисти"

Рис. 1.21
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ческая функция активации в выходном слое была заменена на ли"
нейную, которая не меняет уровня активации и при этом, в отличие
от логистической, не насыщается, поэтому способна лучше прогно"
зировать. При поиске лучшего варианта сети применялись возмож"
ности автоматического конструктора сети, который реализован в
пакете Statistica Neural Networks. Для решения задачи про"
гнозирования показателя текущей ликвидности K1 лучшим оказал"
ся вариант сети с пятью входными ячейками, одним скрытым слоем,
состоящим из десяти нейронов, и одной экстраполирующей ячейкой,
что привело к архитектуре сети вида 5–10–1.

№
п/п

доирепйынтечтО
)дог,латравк(

"укеттнеициффэоK
(итсондивкилйещ K1)

итсоннечепсеботнеициффэоK
(имавтсдерсимынневтсбос K2)

1 7991I 85,2 16,0

2 7991II 55,2 6,0

3 7991III 56,2 86,0

4 7991VI 95,2 36,0

5 8991I 36,2 66,0

6 8991II 15,2 65,0

7 8991III 64,1 10,0

8 8991VI 35,1 90,0

9 9991I 68,1 42,0

01 9991II 77,1 91,0

11 9991III 78,1 42,0

21 9991VI 29,1 72,0

31 0002I 89,1 03,0

41 0002II 21,2 83,0

51 0002III 62,2 44,0

61 0002VI 81,2 14,0

71 1002I 72,2 54,0

81 1002II 53,2 94,0

91 1002III 33,2 84,0

02 1002VI 83,2 15,0

Таблица 1.3
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Величина контрольной ошибки составляет 0,18 для обучающего
подмножества и 0,21 – для контрольного. С помощью обученной сети
можно выполнить проекцию временного ряда показателя текущей
ликвидности (рис. 1.22).

Рис. 1.22

График показывает, что прогнозируемый ряд достаточно хорошо
аппроксимирует исходную последовательность и, как следствие, дает
достаточно надежную оценку прогноза на два периода (19 и 20) впе"
ред, приведенную в табл. 1.4.

Таблица 1.4

)дог,латравк(азонгорпдоиреП
йелетазакопеинечанЗ

K1 K2

1002III 71,2 24,0

1002VI 12,2 74,0

В целом, прогнозирование с использованием нейросетевой техно"
логии, учитывая недостаточно большую протяженность наблюдае"
мого временного ряда, показало неплохие результаты по сравнению
с реальными значениями этих коэффициентов.

Продемонстрируем возможности этого пакета для решения зада"
чи кластеризации с помощью сети Кохонена. Источником информа"
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ции являлись значения параметров 20 банков Российской Федера"
ции, приведенные в журнале «Эксперт» за 2001 г., № 3 (см. табл. 1.5).
Показатели являются реальными, выраженными в миллионах руб"
лей. Данная задача решалась при выполнении магистерской диссер"
тации А. М. Дашевской под руководством автора.

Таблица 1.5

икнаБ ывиткА
"невтсбоС
"ипакйын

лат

яавосналаБ
ьлыбирп

ьлефтроП
хиксечреммок

вотидерк

ФРкнабребС 7,055 7,04 1,21 6,122

кнабгротшенВ 6,79 9,22 40,0 2,62

кнабморпзаГ 1,07 5,81 64,0 5,63

кнаб"афьлА 7,76 3,21 7,0 4,02

йындорануджеМ
кнабйыннелшыморп 1,46 9,92 83,0 7,44

кнабзагетфентугруС 6,4 6,0 40,0 8,51

ийыньлетиревоД
кнабйынноицитсевни 3,93 7,2 67,0 40,6

кнабсоР 2,43 4,4 1,1 7,11

ывксоМкнаБ 6,33 9,1 61,0 6,21

кнабитиС 4,62 9,2 6,1 5,31

кнабтидеркшаБ 9,32 5,3 94,0 9,9

кнаб"МДМ 4,22 4,4 42,0 7,7

кнабйортсморП 7,91 3,1 5,0 8,9

скэболГ 9,71 9,7 500,0 5,7

бПС,петанеМ 8,71 6,1 3,0 8,6

яиртсвА,кнабрезйаффйаР 1,61 1,1 50,0 5,5

кнабйынврезерйыньланоицаН 9,41 6,3 21,0 7,4

снанифорвЕ 51 9,1 3,0 5,4

кнаботвА 7,41 6,1 80,0 8,7

кнаб"атуГ 0,31 3,2 1,0 9,4

В сетях Кохонена, которые используются для решение постав"
ленной задачи, происходит неуправляемое обучение (без учителя):
сеть учится распознавать кластеры среди неразмеченных данных,
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содержащих только входные значения. Кроме этого, сеть Кохонена
располагает родственные кластеры поблизости друг от друга в вы"
ходном слое, формируя так называемую топологическую карту
(Topological Map).

Работа алгоритма определяется двумя параметрами: скорость обу"
чения – Learning rate и окрестность – Neighborhood. Процесс обуче"
ния сети происходит следующим образом: очередное наблюдение по"
дается на вход сети, обрабатывается ею, выбирается выигравший
(наиболее активный элемент второго слоя сети), и затем он и его бли"
жайшие соседи корректируются так, чтобы лучше воспроизводить
обучающее наблюдение.

Обычно работа алгоритма разбивается на два этапа: упорядочива"
ния и тонкой настройки, на каждом из которых скорость обучения,
размер окрестности постепенно меняются от своих начальных значе"
ний к конечным. В пакете «Statistica NN» можно задавать на"
чальные и конечные значения как для скорости обучения, так и для
размера окрестности. Размер окрестности определяет квадрат с цент"
ром в выигравшем элементе: «нулевой» размер соответствует одному
выигравшему элементу.

Сеть Кохонена в данном пакете имеет специальные средства для
решения задач кластеризации, к которым можно отнести:

– окно «Частота выигрышей» – «Win Frequencies», в котором по"
казывается, где в сети формируются кластеры;

– окно «Топологическая карта» – «Topological Map», которое по"
казывает, какие наблюдения отнесены к тому или иному кластеру, и
помогает пользователю правильно пометить элементы и наблюде"
ния.

Алгоритм обучения сети Кохонена корректирует положения цен"
тров в слое топологической карты таким образом, чтобы приблизить
их к центрам кластеров в обучающих данных. На каждом шаге обу"
чения алгоритм выбирает элемент, чей центр лежит ближе всего к
обучающему наблюдению. Этот элемент и соседние с ним корректи"
руются так, чтобы они больше походили на данное обучающее на"
блюдение.

Исключительную роль в обучении Кохонена играет окрестность
обучения. Корректируя не только сам выигравший элемент, но и
соседние с ним, алгоритм Кохонена относит близкие наборы дан"
ных к смежным областям топологической карты. По ходу обуче"
ния окрестность постепенно сужается, и одновременно уменьшает"
ся скорость обучения, так что поначалу выстраивается грубое ото"
бражение (при котором на одно наблюдение откликаются большие
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группы элементов), а на последующих этапах достраиваются более
тонкие детали (отдельные элементы в группах реагируют на неболь"
шие различия в данных).

После обучения сети можно рассмотреть полученные результаты
по кластеризации банков. Выбранная сеть имела архитектуру 6–4,
т. е. во входном слое – шесть нейронов в соответствии с числом при"
знаков и в выходном – четыре нейрона, что предполагало разделение
всей совокупности на четыре группы. Схема сети Кохонена показана
на рис. 1.23.

Рис. 1.23

Далее обратимся к диалоговому окну «Частота выигрышей», где
можно наблюдать за тем, как на топологической карте формируются
кластеры. Это окно «прогоняет» сеть по всем наблюдениям из обуча"
ющего множества и подсчитывает, сколько раз каждый элемент вы"
игрывал (т. е. оказывался ближайшим к обрабатываемому наблюде"
нию). Большие значения частоты выигрышей указывают на центры
кластеров в топологической карте.

После того, как зафиксировано распределение центров кластеров,
средствами окна «Топологическая карта» (рис. 1.24) можно протес"
тировать сеть для выяснения смысла кластеров. В этом окне при об"
работке очередного наблюдения каждый элемент показывает степень
своей близости к нему с помощью сплошного черного квадрата (чем
больше размер квадрата, тем больше степень близости), а выиграв"
ший элемент помещается в квадратную рамку (рис. 1.24).
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После обучения помечаем элемен"
ты значками соответствующих им
классов. Таким образом, можно сфор"
мулировать алгоритм действий, кото"
рый необходимо осуществить для ре"
шения задачи кластеризации банков:

– обучить сеть Кохонена;
– идентифицировать кластеры в

окне «Топологическая карта» сред"
ствами окна «Частота выигрышей»;

– пометить кластеры в топологи"
ческой карте;

– протестировать наблюдения в
окне «Топологическая карта» и при"

своить наблюдениям имена кластеров;
– сформировать полученные кластеры.
Таким образом, были получены следующие результаты по класте"

ризации банков с помощью сети Кохонена (табл. 1.6).

Таблица 1.6
аретсалк№ акнабеинавзаН

1 ФРкнабйыньлетагеребС

2 кнабйыннелшыморпйындорануджеМ

3 кнабморпзаГкнабсоРкнабитиС

4 кнабгротшенВ
кнабморпзаГ

кнаб"афьлА
кнабтидеркшаБ

скэболГ
кнабйынноицитсевниийыньлетиревоД

ывксоМкнаБ
кнаБ–МДМ

бПС,петанеМ
кнабйыньлетиортсйыннелшыморП

кнабзагетфентугруС
кнабйынврезерйыньланоицаН

кнаботвА
снанифорвЕ

кнабрезйаффйаР
яиртсвА,кнаб"атуГ

Как видно из табл. 1.6, наиболее крупные банки занимают от"
дельные кластеры; три банка, менее значимые по сравнению с первы"

Рис. 1.24
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ми двумя, формируют третий кластер; все остальные входят в чет"
вертый кластер.

Подводя итоги изложенному в первой главе, отметим, что нейрон"
ные сети являются мощным средством оказания помощи в решении
задач менеджмента. В частности, задачи классификации и прогнози"
рования, наиболее широко применяемые в сфере менеджмента, мо"
гут решаться посредством нейросетевой технологии. Увеличение чис"
ла менеджеров, свободно разбирающихся в концепции ИНС, являет"
ся насущной необходимостью, поскольку знание таких технологий
свидетельствует об уровне квалификации менеджера.
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ГЛАВА 2. НЕЧЕТКАЯ ЛОГИКА

Данная глава пособия посвящена нечеткой логике и ее использо"
ванию в задачах менеджмента. Основная идея НЛ состоит в том, что
интеллектуальный способ рассуждений, опирающийся на естествен"
ный язык общения человека, не может быть описан в рамках тради"
ционных математических формул. Формальному подходу присуща
строгая однозначность интерпретации, а все, что связано с примене"
нием естественного языка, имеет многозначную интерпретацию. На"
пример, говоря о температуре воды, мы используем термины: теплая
или горячая, не определяя точно значение температуры. Основатель
современной концепции нечеткой логики профессор Л. Заде (L. Zaden)
построил новую математическую дисциплину, в основе которой ле"
жит не классическая теория множеств, а теория нечетких множеств.
Последовательно проводя идею нечеткости, можно описать нечеткие
аналоги всех основных математических понятий и создать аппарат
для моделирования человеческих рассуждений и способов решения
задач. Применение термина «нечеткий» в математической теории
может ввести в заблуждение, поэтому более точным названием этой
дисциплины было бы «непрерывная логика». Вначале сочетание
«Fuzzy Logic» переводилось на русский язык как «размытая логи"
ка» и только позже установился принятый сейчас термин «нечеткая
логика». Используемый в этой дисциплине аппарат строг и точен,
как и в классической теории множеств, но наряду со значениями «ис"
тина» и «ложь», принятыми в классической теории множеств, дает
возможность оперировать промежуточными значениями.

2.1. Возникновение нечеткой логики

В развитии и становлении нечеткой логики можно выделить три
этапа [1].

Логические парадоксы и принцип неопределенности В. Гейзен"
берга привели н а  п е р в о м  э т а п е  (1920–1930 гг.) к понятию
многозначной логики. За открытие принципа неопределенности в
1932 г. этот выдающийся немецкий физик был удостоен Нобелев"
ской премии. Были введены значения TRUE и FALSE как два пре"
дельных случая полного спектра неопределенности. Квантовые те"
ории позволили включать среднюю часть истинной величины в би"
валентную логическую основу. В конце 30"х гг. польский матема"
тик Я. Лукашевич (J. Lukasiewicz) первым формально разработал
трехзначную логическую систему и затем расширил диапазон ис"
тинных величин до всех вещественных чисел в интервале [0,1].
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Математики, которые использовали обобщенную истинную функ"
цию t вида: {утверждение} � [0,1], определяли такой вид анализа
как непрерывную или нечеткую логику. Несколько позже англий"
ский ученый М. Блэк (M. Black) применил непрерывную логику к
множествам элементов или символов. Исторически он определил пер"
вую функцию принадлежности, которая в разработанной Л. Заде НЛ
является краеугольным камнем при переходе от четких высказы"
ваний к нечеткому описанию.

С опубликования в 1965 г. работы «Fuzzy sets» («Нечеткие мно"
жества») американским ученым Л. Заде начался в т о р о й  э т а п  раз"
вития НЛ. Л. Заде сформулировал принцип несовместимости: чем
сложнее система, тем менее мы способны дать точные и в то же время
имеющие практические суждения об ее поведении. Для систем, слож"
ность которых превосходит некоторый пороговый уровень, точность
и практический смысл становятся почти исключающими друг друга
характеристиками. По словам Л. Заде, «в большинстве основных
задач, решаемых человеком, не требуется высокая точность. Челове"
ческий мозг использует допустимость такой неточности, кодируя
информацию, достаточную для задачи, элементами нечетких мно"
жеств, которые лишь приближенно описывают исходные данные.
Поток информации, поступающей в мозг через органы зрения, слу"
ха, осязания и др., суживается, таким образом, в тонкую струйку
информации, необходимую для решения поставленной задачи с ми"
нимальной степенью точности. Способность оперировать нечеткими
множествами и вытекающая из нее способность оценивать информа"
цию является одним из наиболее ценных качеств человеческого разу"
ма, которое фундаментальным образом отличает человеческий разум
от так называемого машинного разума, приписываемого существую"
щим вычислительным машинам» [1].

Сущность НЛ, предложенной Л. Заде, сводится к следующим мо"
ментам:

– в ней используются лингвистические переменные (вместо обыч"
ных числовых) или в дополнение к ним;

– простые отношения между переменными описываются с помо"
щью нечетких высказываний;

– сложные отношения определяются нечеткими алгоритмами.
Начало  т р е т ь е г о  э т а п а , хронологически начавшегося в се"

редине 80"х гг. ХХ в., характеризовалось появлением коммерческих
программных продуктов в области НЛ. Наиболее ярким событием
стала состоявшаяся в 1987 г. международная конференция по систе"
мам на основе НЛ, на которой был продемонстрирован японский кон"
троллер. Он был использован для управления скоростью электропо"



76

ездов в японском городе Сендай, и некоторые характеристики этой
системы остаются недостижимыми для железнодорожников многих
стран, которые не используют системы с НЛ.

Совершенно естественно, что мимо такого перспективного ин"
струмента, как НЛ, не могли пройти военные: в начале 80"х гг.
ХХ в. в Японии и США в обстановке глубокой секретности были
развернуты комплексные работы по использованию нечеткой ло"
гики в различных оборонных проектах. Одним из самых впечат"
ляющих результатов стало создание управляющего микропроцес"
сора на основе НЛ, способного автоматически решать известную
«задачу о собаке, догоняющей кота». Разумеется, в роли кота вы"
ступала межконтинентальная ракета противника, а в роли соба"
ки – мобильная ракета, слишком легкая для установки на нее гро"
моздкой традиционной системы управления. Задача о коте и соба"
ке с той поры относится к разряду классических, обошла все учеб"
ные пособия и пакеты по НЛ.

Однако основные результаты использования НЛ в прикладных
задачах были получены не военными, а промышленниками (не
в США, а в Японии). Изобретенная и разработанная в США НЛ
начала свой триумфальный путь на массовый рынок в далекой стра"
не. Такое, впрочем, случалось и ранее (например, с технологиями
плоских экранов для портативных компьютеров), однако обычно
это было связано с непомерными по американским меркам долго"
срочными инвестициями. Японцы довели практическое воплоще"
ние НЛ до совершенства. Можно много рассказывать об автомати"
ческих прокатных станах, интеллектуальных складах и «безлюд"
ных производствах», созданных с использованием НЛ. Однако,
пожалуй, более впечатляющим выглядит применение НЛ в това"
рах массового рынка – пылесосах, видеокамерах, микроволновых
печах и т. п. В 1991 г. Япония экспортировала в общей сложности
более чем на 25 млрд долларов товаров, в которых тем или иным
образом использованы компоненты НЛ.

Рассмотрим кратко сущность НЛ, которая представляет удобный
путь отображения входного пространства в выходное (рис. 2.1).
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Рис. 2.1
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В качестве черного ящика принципиально могут быть различные
системы, в частности: нейронные сети, экспертные системы, диффе"
ренциальные уравнения и т. д. В нашем случае роль черного ящика
выполняет НЛ.

В основе НЛ, отображающей входное пространство в выходное,
используется механизм этого отображения в виде набора правил вида:
if – then (если – то). Пример: если вода горячая, то нужно завернуть
кран горячей воды.

Все правила оцениваются параллельно, их порядок не важен. Пе"
ред тем, как строить систему, описываемую правилами, необходимо
определить все члены, которые будут использоваться в системе, и
прилагательные для их описания (например, вода может быть хо"
лодная, горячая, теплая и т. п.).

Диаграмма, приведенная на рис. 2.2, поясняет работу системы
с НЛ.
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Рис. 2.2

С помощью этой диаграммы можно определить НЛ как метод, ко"
торый интерпретирует значения выходного вектора и, основываясь
на наборе правил, присваивает значения выходному вектору.

Укажем причины, на основании которых отдают предпочтение
применению систем с НЛ:

– концептуально легче для понимания;
– гибкая система и устойчива к неточным входным данным;
– может моделировать нелинейные функции произвольной слож"

ности;
– учитывается опыт специалистов"экспертов;
– основана на естественном языке человеческого общения.
Последнее – самое важное. Естественный язык сформирован на

протяжении тысячелетий. Предложения, написанные обычным язы"
ком, представляют собой триумф эффективности коммуникаций.
Вследствие того, что НЛ построена на конструкциях качественного
описания, используемых в повседневной жизни, НЛ легка для при"
менения.
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2.2. Нечеткие множества

Под нечетким множеством понимается множество без четких, оп"
ределенных границ. Оно может содержать элементы только с частич"
ной степенью принадлежности. Для лучшего понимания различия
между четкими и нечеткими множествами проведем их сравнение на
уровне определений.

Пусть E – универсальное множество, x – элемент множества E, а R –
некоторое свойство. Четкое подмножество A универсального множества
E, элементы которого удовлетворяют свойству R, определяется как
множество упорядоченных пар  A = {�A (х)/х}, где �A(х) – характерис�
тическая функция принадлежности (или просто функция принадлеж"
ности), принимающая значения в некотором множестве M (например,
M = [0,1]). Функция принадлежности (ФП) указывает степень (или
уровень) принадлежности элемента x подмножеству A. Нечеткое под"
множество отличается от обычного тем, что для элементов x из E нет
однозначного ответа “да–нет” относительно свойства R.

Пример 2.1. Объект исследования представляет множество взрос"
лых людей.

Обозначим через х возраст человека и введем функцию:

� � 1, если 18

0,  если 18.

x
x

x

��
� � �

�	
В этой записи учтено, что взрослым считается человек, достиг"

ший 18 лет. Следовательно, множество взрослых людей может быть
задано в виде:

� �� �  1 ,  ,A x x x X� � � �

где X – множество возможных значений х.
Последнее равенство гласит: множество A образуют такие «объек"

ты», для которых ФП �(х) = 1 (рис. 2.3).
Однако такая двузначная логика («да–нет») не учитывает воз"

можного разброса мнений относительно границ множества A. Более
естественна форма представления, показанная на рис. 2.4, где ФП
ставит в соответствие каждому элементу х�Х число �(х) из интерва"
ла [0,1], описывающее степень принадлежности Х к множеству A.

Исходя из предложенного, можно для НМ указать следующую
форму записи:

� �, .A x x x X
� �� �� �� 	 
� � �� �� �

(2.1)
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Еще одним примером, указывающим на различие между четкими и
нечетким множествами, является понятие уикенда (weekend). В чет"
ком представлении к дням уикенда относятся только суббота и воскре"
сенье, однако из собственного опыта известно, что такие дни, особенно
в летний период, включают обычно вторую половину пятницы и утрен"
ние часы понедельника. Здесь происходит столкновение с ситуацией,
когда четкая логика «да"нет» перестает быть полезной, а более ценной
и привычной для человека становится НЛ. В НЛ истинность любого
утверждения становится частью спектра неопределенности из интерва"
ла [0,1]. НЛ противоположна двузначной, и в ней ответ на вопрос «х –
элемент множества A?» может быть «да», «нет» или любой из 100 про"
межуточных значений между «да» и «нет» (1 и 0). Иначе говоря, х мо"
жет иметь частичную принадлежность к множеству A.

Перечислим основные свойства НМ [2–4].
1. Носитель A – множество тех его элементов х, для которых �(х)

положительна:

Носитель (A) = ( ) 0 .x X x
� �� �� � �� �
� �� �

2. Точка перехода A – это элемент множества A, для которого
�(х) = 0,5.

3. �"срез НМ – множество элементов х, для которых �(х) прини"
мает значение не меньше заданно"
го числа � (0<�<1):

� �A х Х х
�

� �� �� � � � �� �
� �� 	

.

Пример 2.2. Пусть �(х) – тре"
угольная функция, определенная
на множестве действительных чи"
сел R (рис. 2.5). �"срез в этом слу"
чае определяется как

������������������������������������������������������������������� ������

���

���

� �� � � �� �

                         Рис. 2.3                                                            Рис. 2.4
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Рис. 2.5
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� � � �,  ,  если 0 1,

,  если 0.

a m a b b m
A

R
�

�� �� � � �� � 	 � 	
� � �
� 
�

4. Высота НМ  A – точная верхняя грань его ФП:

Н(A) = sup �(x),

x�X.

Если Н(A) = 1, то множество – нормализованное; если Н(A) < 1,
НМ – субнормализованное, и для приведения к нормализованному
виду необходима нормировка: � � � �/supх x� � .

5. Одноточечное множество – носитель A состоит из одной точки:

А х� � ,

где � – степень принадлежности х множеству A.
6. Дискретное НМ – носитель A состоит из конечного числа эле"

ментов:

1 1 2 2 n nА х х x� � �� � ��� ,

где � �1,i i n� �  – степень принадлежности ix A� .
7. Табличный способ задания НМ имеет вид:

хi 41 61 81 02 22

�i 1,0 3,0 5,0 8,0 0,1

В этом случае носитель A состоит из пяти элементов со степенями
принадлежности от 0,1 до 1,0.

8. Носитель НМ  A состоит из бесконечного числа точек; тогда �(х)
выражается графически или аналитически.

2.3. Операции над нечеткими множествами

Логические операции

1. Включение: НМ A содержится в НМ В (A�В) тогда и только
тогда, когда ( ) ( )А Вх х� � � .

2. Эквивалентность: два НМ A и В эквивалентны (A = В) тогда и
только тогда, когда для всех х�Х имеет место равен"
ство: ( ) ( )А Вх х� � � .

3. Объединение (соответствует логической операции ИЛИ) двух
НМ  A и В (A  !В) определяется как наименьшее НМ, включающее
как A, так и В, с ФП следующего вида:
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� �( ) max ( ), ( ) ( ) ( ).А В A B A Bх x x x x
�

� � � � � � ��
4. Пересечение (соответствует логической операции И) двух НМ  A

и В (A "!В) определяется как наибольшее НМ, содержащееся одно"
временно в A и В, с ФП вида

� �( ) min ( ), ( ) ( ) ( ).А В А В А Вх х х х х
�

� � � � � � ��
5. Дополнение В (соответствует логическому отрицанию НЕ) с ФП

вида

( ) 1 ( ).АA х х� � ��

 Для нечетких множеств можно привести графическую интерпре"
тацию. Рассмотрим прямоугольную систему координат, на оси орди"
нат которой откладываются значения �A(х), а на оси абсцисс в произ"
вольном порядке расположены элементы E. Такое представление,
показанное на рис. 2.6, делает наглядными простые операции над
НМ.

Рис. 2.6

На верхней части рисунка заштрихованная часть соответствует
НМ A; ниже показаны дополнение � , пересечение A "!В и объедине"
ние A  !В.

Введенные операции над НМ основаны на использовании опера"
ций max и min. В теории НМ разрабатываются вопросы построения
обобщенных, параметризованных операторов пересечения, объеди"
нения и дополнения, позволяющих учесть разнообразные смысло"
вые оттенки соответствующих им связок «И», «ИЛИ», «НЕ».

Один из подходов к операторам пересечения и объединения зак"
лючается в их определении в классе треугольных норм и конорм.
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Треугольной нормой (t�нормой) называется двуместная действи"
тельная функция T:[0,1] ·![0,1]�[0,1], удовлетворяющая следую"
щим условиям:

1. T (0,0) = 0; T (�A, 1) = �A; T (1, �A) = �A – ограниченность;
2. T (�A, �В) � T (�С, �D), если �A � �C, �B � �D – монотонность;
3. T (�A, �В) = T (�B, �A), – коммутативность;
4. T(�A, T (�B, �С)) = T(T(�A, �В), �С) – ассоциативность.
Примерами треугольных норм являются:

min (�A, �В),
произведение (�A · �В),
max (0, (�A + �В – 1).

Треугольной конормой (t�конормой) называется двуместная дей"
ствительная функция S:[0,1] · [0,1] � [0,1] со следующими свой"
ствами:

1. S (1,1) = 1; S (�A, 0) = �A; S(0, �A) = �A – ограниченность;
2. S(�A, �В) # S(�C, �D), если �A # �C, �B # �D – монотонность;
3. S(�A, �В) = S(�B, �A), – коммутативность;
4. S(�A, S(�B, �A)) = S (S(�A, �B), �C) – ассоциативность.
Примеры t"конорм:
max (�A, �В),
�A + �В – �A · �В,
min(1, �A + �В).

Алгебраические операции

1. Алгебраическое произведение НМ  A и В обозначается как A·В и
имеет ФП следующего вида:

( ) ( ) ( ).А В А Вх х х
�

� � � �
2. Алгебраическая сумма этих множеств, обозначаемая A� В,

имеет ФП вида:

( ) ( ) ( ) ( ) ( ).А В А В А Вх х х х х
�

� � � �� �� �
Для операций { ·,$} выполняются следующие свойства:
коммутативность

A·В = В·A;
A$В = В$A;

ассоциативность
(A·В) · С = A· (В · С);

(A$В)$С = A$ (В$С).

На основе операции алгебраического произведения определяется
операция возведения в степень � НМ  A (� – положительное число).
Нечеткое множество  A� определяется следующей ФП:
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( ) ( ).АА
х х�

�� � �

Частными случаями возведения в степень являются:
концентрация (concentration)

2( ) ;CON A A�

2
( )( ) ( ).CON A Ax x� � �

Эта операция позволяет уменьшить степень принадлежности эле"
ментов этому множеству. В естественном языке это соответствует
усиливающему терму «очень»;

растяжение (dilation)
0,5

( )( ) ;  ( ) ( ).DIL A ADIL A A x x� � � �

Эта операция противоположна по своему смыслу операции кон"
центрации и соответствует термину «довольно».

�

�

Рис. 2.7

На рис. 2.7 приведены ФП (1 – концентрация; 2 – растяжение),
иллюстрирующие операции концентрации и растяжения.

2.4. Построение функций принадлежности

Несмотря на то что выше было введено понятие функции принад"
лежности, конкретизируем ее определение как кривую, указываю"
щую, каким образом каждая точка входного пространства отобра"
жается в степень принадлежности между 0 и 1.

Для нахождения ФП могут быть использованы следующие методы:
– прямой;
– косвенный;
– типовые формы;
– по данным эксперимента.
Прямой метод. Эксперт задает значения ФП �(х) для % х�Х. Обыч"

но прямые методы используются для измеримых понятий, таких
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как, например, темп роста, величина дохода и т. п. или при выявле"
нии бинарных значений какого"либо параметра. При таком подходе
применяют также групповые прямые методы, когда группе экспер"
тов предъявляется конкретный объект (напомним, что под объектом
подразумевается любое предприятие, фирма, магазин), и каждый из
экспертов должен дать по каждому параметру один из двух ответов
такого, например, вида: «этот параметр в норме» или «этот параметр
не в норме». Количество положительных ответов, деленное на число
экспертов, дает величину ФП для параметра, находящегося в норма"
тивных границах.

Косвенный метод. Используют в случаях, когда отсутствуют ко"
личественные признаки, необходимые для определения НМ. В этом
случае применяют метод попарных сравнений, которые можно пред"
ставить матрицей отношений A. Эксперт сам формирует матрицу A, в
которой диагональные элементы равны единице, а элементы, сим"
метричные относительно диагонали, заполняются значениями aij и
1/aij (aij – отношение предполагаемых экспертом значений ФП i"го и
j"го признаков рассматриваемого объекта).

Типовые формы. Могут применяться различные виды ФП, в част"
ности, треугольная, трапециевидная, гауссова, сигмоидальная и дру"
гие. Форма ФП определяется разработчиком системы, исходя из ус"
ловий простоты, удобства и эффективности использования. Напри"
мер, в пакете прикладного программирования Matlab в модуле Fuzzy
Logic, применяемого для решения задач посредством нечеткой ло"
гики, имеется одиннадцать видов ФП. На рис. 2.8 показаны некото"
рые из ФП.

По данным эксперимента определяются относительные частоты
проявления того или иного признака у объекта, на основании кото"
рых находятся значения ФП.

����� � �

���� ���� ����

Рис. 2.8

Различные методы построения ФП НМ можно классифицировать
по четырем признакам [2]:

– предполагаемый вид области определения НМ: числовая – диск"
ретная (a) или непрерывная (b) – и нечисловая (с);
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– применяемый способ экспертного опроса: индивидуальный (d1),
групповой (d2);

– тип используемой экспертной информации: порядковая (е1) или
кардинальная (е2) шкалы;

– интерпретация данных экспертного опроса: вероятностная (D),
детерминированная (N).

Был предложен метод построения ФП типа �а, d1, e2, N� на основе
количественного сравнения степеней принадлежности, проводимого
экспертом. Результатом такого подхода является матрица ijB b�
размера п · п, где п — число точек xi, в которых сравниваются значе"
ния ФП. Элемент bij матрицы В является субъективной оценкой от"
ношения �A(xi) / �A(xj) и показывает, во сколько раз, по мнению экс"
перта, �A(xi) больше �A(xj). Величина bij назначается в соответствии с
балльной шкалой, значения которой интерпретируются экспертом
на основе его опыта и знаний.

Количество вопросов, на которые должен ответить эксперт, со"
ставляет не n2, а (n2 – n) /2, так как по определению bii = 1 и с целью
согласования экспертных оценок принимается, что bij =1/ bji. Значе"
ния ФП �A(x1),..., �A(xn) в точках x1,..., xn определяются на основе
решения задачи о нахождении собственного вектора матрицы В:

max ,TBW W� �
где nmax – максимальное собственное число матрицы В; W =(w1,...,wn) –
соответствующий собственный вектор; т — символ транспонирова"
ния.

Поскольку матрица В является положительной по построению,
решение этой задачи всегда существует и является единственным.
Можно показать [2], что в этом случае

1

( ) .
n

A i i i
i

x w w
�

� � �
При этом значения ФП �A(xi) оказываются измеренными в шкале

отношений.
Предложенный метод обладает рядом достоинств:
– применяемая в методе процедура парных сравнений является

достаточно простой для экспертов, поскольку она не навязывает ему
априорных ограничений;

– метод допускает наблюдаемую на практике несогласованность
оценок экспертов и позволяет учесть и оценить ее введением коэффи"
циента несогласованности �, равного

max( )/ ,n n� � � �
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� # 0; � = 0 соответствует ситуации полной согласованности сужде"
ний экспертов; чем больше значение �, тем больше несогласованность
мнений.

Кроме описанного, можно предложить метод параметрического
определения ФП типа �b, d1, e2, N� с участием индивидуального экс"
перта. В соответствии с данным методом вид ФП задается аксиома"
тически, а ее параметры непосредственно оцениваются экспертом.
Например, в случае треугольной формы эксперт указывает такие ее
параметры х1, х2, х3, при которых ФП принимает единичное и нуле"
вые значения, т. е. �A(x2) = 1 и для всех х � х1, х # х3 имеет место
равенство �A(x) = 0.

Параметрическое представление ФП является компактным, обес"
печивает простоту их построения, однако связано с исследованием
адекватности используемых форм (треугольной, трапециевидной,
гауссовой и др.) и соответствующих аналитических описаний ФП.

Рассмотрим пример построения ФП с помощью экспертов.
Пример 2.3 [5]. В банк обратились четыре предприятия с просьбой

о выдаче им кредита. На основании данных бухгалтерской отчетнос"
ти предприятий рассчитываются финансовые показатели, характе"
ризующие кредитоспособность заемщиков:

– коэффициент абсолютной ликвидности (F1);
– промежуточный коэффициент покрытия (F2);
– общий коэффициент покрытия (F3);
– коэффициент финансовой независимости (F4);
– коэффициент рентабельности продукции (F5).
Рассчитанные значения финансовых показателей приведены в табл. 2.1.

Таблица 2.1

"етазакоП
ил

яинечанЗ
амроН

A1 A2 A3 A4

F1 51,0 01,0 01,0 41,0 52,0–01,0

F2 03,1 17,0 95,0 75,0 00,1–05,0

F3 87,2 72,2 68,1 72,1 05,2–00,1

F4 57,0 27,0 17,0 86,0 6,0

F5 82,0 11,0 51,0 21,0 ешчулмет,ешьлобмеЧ

Сопоставляя рассчитанные показатели с их нормативными зна"
чениями, эксперты строят ФП по пяти критериям F1,..., F5, которые
приведены на рис. 2.9.
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В заключение укажем на различие между ФП и вероятностью.
Вследствие того что ФП и вероятность имеют одинаковый диапазон
изменения от 0 до 1, между этими понятиями часто происходит пута"
ница. Две этих меры совершенно различны, хотя обе описывают меру
неопределенности. Каждая из величин измеряет различные аспекты
неопределенности.

Функция принадлежности является описанием сложного состоя"
ния; дополнительные данные не изменяют ее значения. С другой сто"
роны, вероятности зависят от частоты события, поэтому последую"
щие выборки могут изменить вероятность.

Рассмотрим такой пример [6]. Имеются две бутылки с водой.
Бутылка A – с ФП = 0,90 принадлежности к множеству питьевой

воды, бутылка В – с 90%"й вероятностью, что в ней питьевая вода.
Какую бутылку предпочтительнее выбрать для питья?

Рис. 2.9
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Бутылка A не полностью пригодна для питья в соответствии с ее
ФП, но похожа на питьевую воду. В ней может быть и грязная вода.

Бутылка В имеет 90%"ю вероятность того, что это питьевая вода,
и 10%"ю вероятность того, что в ней находится непитьевая вода (в
крайнем случае – яд). При единственной выборке в бутылке В может
оказаться или питьевая вода, или яд. (Из 100 бутылок этого типа в
среднем в 90 окажется питье, а в 10 – яд). Поскольку бутылка A
бульшей частью содержит питьевую воду, то предпочтительный вы"
бор останется за ней.

2.5. Нечеткие и лингвистические переменные

В нечеткой логике для описании объектов и явлений с помощью
НМ вводятся понятия нечеткой и лингвистической переменных.

Нечеткая переменная характеризуется тройкой <�, X, A>,
где �" наименование переменной; X – универсальное множество

(область определения �); A – нечеткое множество на X, описываю"
щее ограничения (т. е. �A(x)) на значения нечеткой переменной �.

Лингвистическая переменная – это набор <�,T,X,G,M>,
где � – наименование лингвистической переменной; Т – множе"

ство ее значений (терм"множество), представляющих собой наи"
менования нечетких переменных, областью определения каждой
из которых является множество X; G – синтаксическая процеду"
ра, позволяющая оперировать элементами терм"множества T, в
частности, генерировать новые термы (значения); М – семанти"
ческая процедура, позволяющая превратить каждое новое значе"
ние лингвистической переменной, образуемое процедурой G, в не"
четкую переменную, т. е. сформировать соответствующее нечет"
кое множество.

Для того чтобы избежать большого количества символов, реко"
мендуются следующие действия [7]:

– символ � используют как для названия самой переменной, так и
для всех ее значений;

– для обозначения НМ и его названия пользуются одним и тем
же символом, например терм «малый», являющийся значением
лингвистической переменной � = «доход», одновременно есть и НМ
М («малый»).

Пример 2.4. Для определения величины дохода введем понятия
«малый», «средний» и «большой». При этом минимальный доход
установим равным 2000 р., а максимальный – 10000 р.

Формализация такого описания может быть проведена с помо"
щью следующей лингвистической переменной <�, T, X, G, M>,
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где � – доход; T – {«малый доход», «средний доход», большой до"
ход»}; X – [2000, 10000]; G – процедура образования новых термов с
помощью связок «и», «или» и модификаторов типа «очень», «не»,
«слегка» и т. д., например, малый или средний доход» «очень боль"
шой доход» и др.; М – процедура задания на X = [2000,10000] нечет"
ких подмножеств A1 = «малый доход», A2 = «средний доход», A3 = «боль"
шой доход», а также НМ для термов из G(T) в соответствии с прави"
лами трансляции нечетких связок и модификаторов «и», «или» и
модификаторов типа «очень», «не», «слегка» и др. операций над НМ
вида: A " В, A   В, A , CON A = A2, DIL A = A0,5.

На рис. 2.10 приведены ФП для НМ: A1 = «малый доход», A2 = «сред"
ний доход», A3 = «большой доход».
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Рис. 2.10
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Рис. 2.11

В качестве еще одной иллюстрации на рис. 2.11 приведена ФП
для НМ вида A   В.
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2.6. Нечеткие алгоритмы и выводы

Нечеткий алгоритм – упорядоченное множество нечетких правил,
в формулировке которых содержатся нечеткие указания.

Примерами нечетких алгоритмов могут служить такие правила:
– «х = очень малой величине»;
– «х приблизительно равно 10»;
– «если х в интервале [4;6], то выбрать y из интервала [9;10].
Последнее правило наиболее часто используется в НЛ, а совокуп"

ность таких правил образует базу знаний вида:

П1: если х есть A1, то у есть В1;
П2: если х есть A2, то у есть В2;
П3: если х есть An, то у есть Вn,

где х – входная переменная (имя для известных значений данных); у –
переменная вывода (имя для значений данных, которое будет вычис"
лено).

Такое правило, называемое продукционным, состоит из двух час"
тей:

– антецедент (предпосылка правила, после союза «если»);
– консецедент (следствие, заключение или вывод, после союза

«то»).
Например, если обслуживание хорошее, то чаевые – средние. Вхо"

дом в правило здесь является текущее значение входной переменной
(обслуживание). Выходом служит нечеткое множество «средние»,
которое позже должно быть дефазифицировано (должно быть полу"
чено четкое значение выходной переменной).

Между принятым лингвистической переменной х значением A и
значением В, принятым переменной у, существует отношение, кото"
рое называется импликацией и обозначается R = A�В.

Операцию импликации в алгебре НМ можно реализовывать по"
разному, но в любом случае общий логический вывод включает сле"
дующие этапы [3,7]:

– приведение к нечеткости;
– логический вывод;
– композиция;
– приведение к четкости.
В общем случае схема системы нечеткого логического вывода при"

ведена на рис. 2.12.
Опишем более подробно каждый из этапов.
Приведение к нечеткости (фазификация, fuzzyfication): ФП,

определенные на входных переменных, применяются к их факти"
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ческим значениям для определения степени истинности предпо"
сылки каждого правила.

Логический вывод. Вычисленное значение истинности для пред"
посылок каждого правила применяется к заключениям каждого пра"
вила. Это приводит к одному НМ, которое будет назначено каждой
переменной вывода для каждого правила.

В качестве правил логического вывода обычно используются опе"
рации:

– минимума (min, рис. 2.13, а);
– произведения (prod, рис. 2.13, б).

���� ���� ����� ���� �����
��	 ��	 ��	 ��	

�
� ��
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Рис. 2.13

При операции min ФП вывода (правой части правила) «отсекает"
ся» по высоте, соответствующей вычисленной степени истинности
предпосылки (левой части) правила (нечеткая логика «И»).

В логическом выводе prod ФП вывода масштабируется в зависи"
мости от степени истинности предпосылки правила.

Композиция. Выходы всех правил вычисляются отдельно, но в
правой части нескольких из них может быть указана одна и та же
нечеткая переменная. Нечеткие подмножества, назначенные для
каждой переменной вывода (или одной переменной), объединяются
вместе для формирования одного нечеткого подмножества.

При таком объединении используются следующие операции при
композиции:

– максимума (max, рис. 2.13, а);
– суммы (sum, рис. 2.13, б).
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Рис. 2.12

a) б)
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Рис. 2.14

При композиции max комбинированный вывод формируется как
поточечный максимум по всем нечетким подмножествам (нечеткая
логика «ИЛИ»).

При композиции sum такой вывод строится как поточечная сумма
по всем нечетким подмножествам.

Приведение к четкости (дефазификация, defuzzification). Этот
прием используется, когда необходимо перейти от нечеткого вывода
к четкому выходному значению.

При переходе от нечеткого вывода к четкому выходу могут исполь"
зоваться различные способы, в частности:

– метод центра тяжести (определяется абсцисса центра тяжести
кривой под ФП);

– метод первого максимума (выбирается наименьший элемент НМ,
при котором достигается максимум значения ФП);

– метод среднего максимума;
– метод наименьшего максимума (определяется из вида ФП).
Рассмотрим следующие наиболее часто используемые модифика"

ции алгоритма нечеткого вывода, полагая, что базу правил образуют
два нечетких правила вида:

П1: если х есть A1 и у есть В1, то z есть С1,
П2: если х есть A2 и у есть В2, то z есть С2,

где х и у – имена входных переменных; z – имя переменной вывода;
A1, A2,В1,В2, С1, С2 – некоторые заданные значения ФП.

При этом четкое значение z0 необходимо определить на основе при"
веденной информации и четких значений х0 и у0.

Общий вид диаграммы потока информации от входов к выходу
показан на рис. 2.15.

Рассмотренные ниже алгоритмы нечеткого вывода различаются,
в основном, способом получения четкого выхода. Приведенная на

a) б)
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рис. 2.15 диаграмма полностью соответствует алгоритму Мамдани,
но несколько отличается от других алгоритмов.

Алгоритм Мамдани (Mamdani). Данный алгоритм математичес"
ки может быть описан следующим образом.

1. Нечеткость: находятся степени истинности для предпосылок
каждого правила: A1 (х0), A2(х0), B1(у0), В2(у0).

2. Нечеткий вывод: находятся уровни «отсечения» для
npедпосылок каждого из правил (с использованием операции min):

1 1 0( )A x� � & 1 0( ),B y

2 2 0( )A x� � & 2 0( ),B y

где через «&» обозначена операция логического минимума (min). После
этого находятся «усеченные» функции принадлежности:

1 1( ) (C z� � � & 1( )),C z

2 2( ) (C z� � � & 2( )).C z

3. Композиция: с использованием операции max, далее обознача"
емой как «'», производится объединение найденных усеченных фун"
кций, что приводит к получению итогового нечеткого подмножества
для переменной выхода с ФП следующего вида:

1 2 1 1 2 2( ) ( ) ( ) ( ) ( ( )) ( ( ).z C z C z C z C z C z�
� �� � � � � � � � � �

4. Приведение к четкости для нахождения z0 проводится одним из
указанных выше способов, например центроидным методом.

Рис. 2.15
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Алгоритм Цукамото (Tsukamoto). Исходные посылки такие же,
как у предыдущего алгоритма, но в данном случае предполагается,
что функции С1(z), С2(z) являются монотонными.

Первый этап — такой же, как в алгоритме Мамдани.
Второй этап – сначала определяются (как в алгоритме Мамдани)

уровни отсечения �1 и �2, а затем – посредством решения уравнений:

1 1 1( ),C z� �

2 2 2( )C z� �
находятся четкие значения z1 и z2 для каждого из исходных правил.

Третий этап – определяется четкое значение переменной вывода
как взвешенное среднее z1 и z2:

1 1 2 2
0

1 2

.
z z

z
� � �

�
� � �

Пример 2.5. Пусть A1(х0) = 0,7; A2(х0) = 0,6; B1(y0) = 0,3; B2(y0) = 0,8.
Соответствующие уровни отсечения определяются как

1 1 0 1 0

2 2 0 2 0

min( ( ), ( )) min(0,7;0,3) 0,3;

min( ( ), ( )) min(0,6;0,8) 0,6.

A x B x

A x B x

� � � �

� � � �

После этого в результате решения уравнений C1(z1) = 0,3; C2(z2) =
 = 0,6 находятся значения z1 = 8 и z2 = 4. В результате четкое значе"
ние переменной выхода составляет величину

0 (8 0,3 4 0,6)/(0,3 0,6) 6.z � � � � � �
Иллюстрация алгоритма Цукамото показана на рис. 2.16.
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Рис. 2.16
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Алгоритм Сугено (Sugeno). В этом алгоритме использован набор
правил в следующей форме (как и раньше, приводим пример двух
правил):

П1: если х есть A1 и у есть В1, тогда z = а1х + b1y,
П2: если х есть A2 и у есть В2, тогда z = a2x + b2y.

Первый этап выполняется так же, как в алгоритме Мамдани.
На втором этапе определяются значения �1 и �2:

1 1 0 1 0

2 2 0 2 0

( ) ( );

( ) ( ),

A x B y

A x B y

� � �

� � �

и индивидуальные выходы правил:

1 1 0 1 0

2 2 0 2 0

;

.

z a x b y

z a x b y

�

�

� �

� �

На третьем этапе рассчитывается четкое значение переменной:

1 1 2 2
0

1 2

.
z z

z
� �� ��

�
� � �

Принцип работы алгоритма Сугено приведен на рис. 2.17.
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Рис. 2.17

Алгоритм Ларсена (Larsen). В этом алгоритме нечеткая импли"
кация моделируется с использованием оператора умножения.

Первый этап выполняется так же, как в алгоритме Мамдани.

�

�
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Второй этап – по аналогии с алгоритмом Мамдани вначале нахо"
дятся значения

1 1 0 1 0

2 2 0 2 0

( ) ( );

( ) ( ),

A x B y

A x B y

� � �

� � �

а затем частные нечеткие подмножества �1С1 (z), �2С2 (z).
Третий этап – находится итоговое нечеткое подмножество с ФП

вида

1 2 21( ) ( ) ( ) ( ).z C z C z C z��� � � � � �

Четвертый этап – при необходимости производится приведение к
четкости (как в ранее рассмотренных алгоритмах).

Принцип работы алгоритма Ларсена показан на рис. 2.18.
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Рис. 2.18

Упрощенный алгоритм нечеткого вывода. Исходные правила в
данном случае задаются в виде:

П1: если х есть A1 и у есть В1, тогда z = c1,
П2: если х есть A2 и у есть В2, тогда z = c2,

где с1, с2 – некоторые обычные четкие числа.
Первый этап – выполняется так же, как в алгоритме Мамдани.
Второй этап – находятся числа

1 1 0 1 0

2 2 0 2 0

( ) ( );

( ) ( ).

A x B y

A x B y

� � �

� � �
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Третий этап – рассчитывается четкое значение выходной перемен"
ной по следующей формуле:

1 1 2 2
0

1 2

.
c c

z
� ��

�
� � �

Принцип работы упрощенного алгоритма показан на рис. 2.19
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Рис. 2.19

После рассмотрения алгоритмов получения нечеткого вывода кон"
кретизируем приведенные выше методы приведения дефазификации
(приведения к четкой выходной переменной).

Для метода центра тяжести расчетные формулы имеют вид:
– для непрерывного случая:

0

( )

;
( )

zC z dz

z
C z dz

�

�

�
�

�

– для дискретного случая:
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Для метода первого максимума:

min( ( ) max ( )).o
u

z z C z C u� �

Для метода среднего максимума:

0 ,G

G

zdz

z
dz

�
�

�

где G – подмножество элементов, максимизирующих С.
Два последних метода приведены на рис. 2.20, а – первый макси"

мум; б – средний максимум.

�

� �

�� ���

Рис. 2.20

Необходимо отметить, что из многих предложенных методов де"
фазификации наиболее часто используется метод центра тяжести.
Рассмотренные в этом разделе алгоритмы НЛ используются в раз"
личных пакетах программного обеспечения и ниже будут продемон"
стрированы их возможности при решении задач менеджмента.

Приведем несколько примеров нечеткого вывода. Начнем с про"
стого примера [3], сущность которого можно представить следую"
щим правилом:

если прибыль клиента Большая,
то кредитный рейтинг клиента Хороший. (2.2)

Лингвистическими переменными здесь являются «большая» и
«хороший». Пусть Большая прибыль соответствует «2000 рублей».
Знание Большая прибыль эксперт может представить с помощью НМ,
элементы которого включают значения ФП и прибыли. Например:

 0,1 1,4 0,3 1`,6 0,7 1,7

0,8 1,8 0,9 1,9 1 2 1 2,2.

Большая прибыль � � � �

� � � � (2.3)

a) б)



99

Аналогично, Хороший рейтинг клиента эксперт может предста"
вить, например, цифрами от 14 до 20. С помощью НМ понятие «хо"
роший рейтинг» можно интерпретировать следующим образом:

 

  0,1 14 0,2 15 0,3 16

0,5 17 0,8 18 0,9 19 1 20.

Хороший рейтинг � � � �

� � � � (2.4)

Таким образом, правило (2.2), представленное в словесной фор"
ме, записано в виде двух нечетких множеств (2.3) и (2.4).

Разработчик системы, используя знания эксперта и получаемые
реальные результаты, корректирует значения ФП до тех пор, пока
система наилучшим образом не будет моделировать конкретную си"
туацию. Значения ФП можно хранить в форме базы знаний в компь"
ютере. Таким образом, продукционные правила вида (2.2) в форме
нечетких множеств (2.3) и (2.4) могут накапливаться в базе знаний.

Понятие «большая прибыль» на практике может иметь различ"
ные оттенки: «довольно большая прибыль», «очень большая при"
быль» и т. д. Пусть в процессе анализа документов клиента обнару"
жено, что

Прибыль клиента довольно большая.  (2.5)

Информацию наблюдения (2.5) можно также представить с помо"
щью нечеткого множества:

� � � �0,5 1,6 1 1,7 0,8 1,8 0,2 1,9.Довольно  большая (2.6)

Теперь требуется сделать заключение на основе двух продукцион"
ных правил:

если Большая прибыль, то Хороший рейтинг.
Довольно большая прибыль. (2.7)

Предпосылка «большая» и наблюдение «довольно большая» об"
разуются путем сопоставления. В четкой логике сопоставление не
имеет смысла, поэтому никакого логического вывода сделать нельзя.
Однако человек, исходя из правил (2.7), может сделать заключение,
что клиент имеет «неплохой» рейтинг. Таким образом, путем при"
ближенного сопоставления правил (2.7) человек делает нечеткий
вывод:

если Большая прибыль,
то Хороший рейтинг.

Довольно большая прибыль.
Неплохой рейтинг. (2.8)


